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Аннотация

Задачи анализа текста находятся на пересечении лингвистики и ма-
шинного обучения. Для решения такого класса задач можно использо-
вать данные, полученные путем мультимодальной регистрации. Одним
из способов получения таких данных является электроокулография -
метод одновременного получения зрительных электрофизиологических
сигналов, сопровождающих электроэнцефалографию. При этом выдви-
гается гипотеза, что упомянутые сигналы функционально зависят как
от семантических свойств текста, так и от субъективного отношения че-
ловека к этому тексту. В рамках данной работы исследуется, может ли
использование таких данных повысить эффективность решений задач
предсказания именованных сущностей и анализа тональности текста.
Предлагаются подходы к решению этой задачи, описываются модели и
приводятся практические результаты, полученные в ходе исследования.

Ключевые слова: электроокулография, электроэнцефалография,
нейронная сеть, обработка естественного языка
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Введение

Обработка текстов (англ. Natural Language Processing, NLP) - это
область искусственного интеллекта, занимающаяся созданием компью-
терных программ, способных понимать, анализировать и генерировать
человеческий язык. Задачи обработки текстов включают в себя множе-
ство направлений, таких как машинный перевод [1], распознавание и син-
тез речи [2], разработка диалоговых систем [3].

Актуальность задач обработки текстов обусловлена несколькими
факторами. Во-первых, они позволяют автоматизировать процессы, свя-
занные с обработкой больших объёмов текстовой информации, что осо-
бенно важно в условиях современного информационного общества. Во-
вторых, они открывают новые возможности для создания интеллекту-
альных систем, способных взаимодействовать с человеком на естествен-
ном языке, что может привести к значительному улучшению качества
жизни людей.

Кроме того, задачи обработки текстов имеют широкий спектр при-
менения в различных областях, таких как медицина, юриспруденция,
финансы, маркетинг. Они могут использоваться для автоматизации ру-
тинных задач, повышения эффективности работы и принятия решений
на основе анализа текстовых данных.

Среди существующих задач можно выделить задачу распознава-
ния именованных сущностей (англ. Named Entity Recognition, NER), це-
лью которой является идентификация и классификация именованных
сущностей в тексте. Именованные сущности включают в себя различные
объекты, такие как имена людей, названия организаций, географические
названия, даты и временные интервалы. Задача NER является важной
для многих приложений, включая информационный поиск, обработку
запросов, анализ социальных сетей и другие.

Важной задачей также является анализ тональности текста, кото-
рый направлен на определение эмоциональной окраски текста. Тональ-
ность может быть положительной, отрицательной или нейтральной. Ал-
горитмы, определяющие тональность текста, находят широкое примене-
ние в маркетинге для понимания отношения потребителей к продуктам
и услугам, а также в мониторинге общественного мнения и анализе со-
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циальных медиа.
Для решения данных задач используют глубокие нейронные се-

ти, например, сверточные нейронные сети [4], рекуррентные нейронные
сети с долгой краткосрочной памятью[5], сети на основе архитектуры
трансформер[6]. Эти модели обучаются на размеченных данных, где каж-
дая сущность в тексте, либо весь текст, имеют уникальный тег. Во время
предсказания модель анализирует контекст вокруг каждого слова и при-
сваивает ему соответствующий тег.

Однако можно обрабатывать не только тексты, но и нейрофизио-
логические измерения, собранные в процессе чтения текста. Новая мо-
дальность, включающая в себя данные измерения, может дополнить ин-
формацию, содержащуюся в тексте.

Одно из самых популярных и доступных нейрофизиологических
измерений на данный момент — электроокулография. Электроокулогра-
фия регистрирует движения глаз и позволяет получить информацию
о том, как люди воспринимают визуальную информацию. По прогно-
зам исследователей, рынок окулографических устройств растёт на 27,4%
ежегодно [7]. Эти устройства просты в настройке и использовании.

Исследования в области анализа человеческого чтения начались в
конце 19-го века с работ французского офтальмолога Луи Эмиля Жа-
валя [8]. Эти исследования не только заложили основу для понимания
механизма движений глаз, но и позволили получить ценные сведения о
том, как человек читает текст. При помощи стетоскопа, который при-
кладывался к глазу испытуемого во время чтения напечатанного текста,
Жаваль изучил и классифицировал схемы движений глаз. Оказалось,
что процесс чтения может быть представлен в виде чередования сак-
кад, то есть быстрых движений глаз для перемещения взгляда из одной
точки расположения в другую, и фиксаций, то есть состояний, во время
которых глаза в течение определенного промежутка времени остаются
неподвижными.

В 20-ом веке исследования советского ученого-физиолога Альфре-
да Лукьяновича Ярбуса, чьи эксперименты с использованием методов
электроокулограммы, расширили представления о движениях глаз и по-
нимании прочитанного [9]. Разработка Робертом С. Кеннеди первой ком-
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пьютеризированной системы отслеживания движений глаз в 1960-х го-
дах произвела революцию в изучении поведения при чтении, позволив
исследователям проводить высокоточные измерения и анализ движений
глаз во время выполнения заданий по чтению. Были использованы дан-
ные разных модальностей, полученные помощью электроэнцефалогра-
фии (ЭЭГ) и электроокулографии (ЭОГ).

Последующие исследования позволили установить связи между свой-
ствами текста и саккадическими движениями глаз во время чтения. На-
пример, количество и продолжительность фиксаций взгляда на слове
зависят от таких лингвистических факторов, как длина слова, частота
встречаемости в корпусе и предсказуемость слова в текущем контексте.
Влияние частотности слова было выявлено в работе [10] и неоднократно
подтверждался в последующих исследованиях [11, 12].

Уровень понимания значения слов, синтаксические категории слов
также влияют на продолжительность фиксации [13]. Важно отметить,
что даже слова с одинаковой частотой встречаемости могут различаться
по степени понимания и предсказуемости слова в контексте [14].

Кроме того, определение релевантности терминов может связана с
мозговой активностью в определенных областях мозга [15], также наблю-
даются различия в обработке глаголов и существительных, конкретных
существительных и абстрактных существительных, а также имен соб-
ственных [16].

Различные методы нейровизуализации показали, что частотные диа-
пазоны ЭЭГ соответствуют различным аспектам понимания прочитан-
ного.

Например, тета-активность была связана с когнитивным контро-
лем и рабочей памятью, что крайне важно для обработки и удержания
информации во время чтения [17]. Альфа-активность, с другой стороны,
связана с внимательностью, указывающей на уровень сосредоточенности
и вовлеченности во время чтения [18].

Активность гамма-диапазона использовалась для определения эмо-
циональных реакций, вызываемых материалом для чтения, проливая
свет на аффективные аспекты опыта чтения [19]. Кроме того, бета-частоты
играют роль в процессах принятия решений, связанных с осмысленно-
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стью текста, влияя на понимание и интерпретацию [20].

Обзор родственных работ

Областью научного исследования в рамках данной магистерской
диссертации является решение задач анализа текстовых данных с ис-
пользованием данных, полученных с помощью мультимодальной реги-
страции.

Впервые использовать данные электроокулографии в нейросете-
вых архитектурах начали при решении задач компьютерного зрения [21].
В работе [22] авторы обучают векторные представления окулографиче-
ских данных для решения задачи классификации изображений; в работе
[23] авторы решают задачу детекции объекта на изображении, исполь-
зуя информацию о продолжительности фиксаций при просмотре этого
изображения. В данных работах добавление новой модальности в архи-
тектуру происходит путем ”ранней интеграции” (англ. early integration),
то есть на уровне начальных слоев нейронной сети, не использующих
информацию о входном изображении.

Существует множество работ, в которых использование данных
мультимодальной регистрации позволило существенно улучшить каче-
ство работы моделей в задаче анализа текстовых данных. Так, в ра-
боте [24] окулографические данные использовались для решения зада-
чи частеречной разметки (англ. Part-of-speech Tagging, POS). Для этого
использовалась bi-LSTM [25] сеть с моделью кодирования слов, кото-
рая состоит из иерархической модели, конкатенирующей предваритель-
но обученные векторные представления слов с представлениями подслов-
символов.

В работе [26] использование электроокулографических данных про-
демонстрировало улучшение производительности модели, решающей за-
дачу суммаризации [27], то есть сокращения длинного текста до более
короткой версии, сохраняя при этом его основную идею и ключевые мо-
менты. Признаки, полученные в результате обработки данных о переме-
щении взгляда, позволили регуляризовать модель.

В работе [28] авторы получают существенное улучшение показате-
лей качества модели в задаче определения ключевых фраз текста. Клю-
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чевая фраза состоит из одного или нескольких значимых слов, которые
представляют собой основные темы документа. Для этого авторы ис-
пользуют окулографические признаки, полученные из корпуса GECO
[29]. В GECO приняли участие носители английского языка, в рамках
эксперимента прочитавшие в общей сложности 5031 предложение из про-
изведений классической литературы. Данные, полученные в результате
мультимодальной регистрации, в данной модели были использованы в
качестве признаков отдельных слов. Для получения векторного пред-
ставления предложений использовалась bi-LSTM сеть, при этом для ин-
теграции мультимодальных данных использовался механизм внимания
[30]. Архитектура модели представлена на Рис. 1.

Рис. 1: Схема модели для решения задачи выделения ключевых фраз из
документа.

В последние годы в задаче обработки текстовых последователь-
ностей явно доминирующую роль играют модели, основанные на архи-
тектуре трансформер [31], например, большие языковые модели (англ.
Large Language Model, LLM)[32]. Важным преимуществом моделей тако-
го класса является возможность одновременной обработки данных раз-
ных модальностей.

Например, в работе [33] предлагается модель, работающая одновре-
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менно с текстом и изображением. В модели Macaw-LLM [34] рассматри-
вается большая языковая модель, cпособная обрабатывать изображения,
текстовые, аудио- и видео- данные. Для различных модальностей приме-
нятся собственные энкодеры, результаты работы которых объединяется
и интегрируются в LLM. Архитектура модели представлена на Рис. 2.

Рис. 2: Схема мультимодальной модели Macaw-LLM.

Исходя из рассмотренной литературы, перспективной является идея
использования моделей, основанных на архитектуре трансформер, в ре-
шении задач анализа текстовых данных с использованием данных муль-
тимодальной регистрации, таких как ЭЭГ и ЭОГ.

Цели и задачи работы

Целью магистерской диссертации является разработка моде-
ли анализа текстовых данных с использованием данных, полученных
путем мультимодальной регистрации, на основе архитектуры трансфор-
мер.

Для достижения цели необходимо решить следующие задачи:

1. Проведение обзора родственных работ из области машинного обу-
чения;

2. Разработка и применение подходов для предварительного анализа
сырых данных;
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3. Разработка и применение подходов предобработки текстовых дан-
ных для использования в модели машинного обучения;

4. Применение подходящих моделей для решения задач анализа тек-
ста с использованием данных мультимодальной регистрации, вы-
бор метрики качества, формирование выборок для кросс-валидации,
обучение моделей, подбор гиперпараметров, сравнение моделей по
полученным результатам;

5. Анализ ограничений применимости данных, полученных путем муль-
тимодальной регистрации в задачах анализа текстовых данных.

Актуальность работы заключается в создании новой архитек-
туры обработки текстовых данных с использованием данных мультимо-
дальной регистрации.
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1 Подход к решению задачи

1.1 Постановка задачи

Формально опишем задачу, которую необходимо решить: пусть да-
но предложение S = (w1, w2, ..., wn), где каждому слову wi поставлен в
соответствие набор признаков Fi, соотвествующих данным, полученным
в результате мультимодальной регистрации. Для предложения S (или
для слова wi) необходимо определить принадлежность к одному из име-
ющихся классов.

В качестве частных случаев в данной работе были выбраны две
задачи обработки текстовых данных: распознавание именованных сущ-
ностей и анализ тональности. Для их решения необходимо построить
модели, которые:

1. Для задачи распознования именованных сущностей - определяют
пренадлежность каждого слова wi к одному из 7 классов: BPER,
IPER, BORG, IORG, BLOC, ILOC, O (описание классов см. в Таб.
1) [35].

2. Для задачи определения тональности - определяют пренадлеж-
ность предложения S к одному из 3 классов: pos (позитивный),
neg (негативный), neutral (нейтральный).

Название класса Пояснение
B-PER, I-PER Слово соответствует началу или находится

внутри имени персоны соответственно
B-ORG, I-ORG Слово соответствует началу или находится

внутри названия организации соответствен-
но.

B-LOC, I-LOC Слово соответствует началу или находится
внутри названия локации.

Таблица 1: Используемые классы в задаче распознавания именованных
сущностей (NER)

Ключевым отличием задачи анализа тональности от задачи распо-
знавания именованных сущностей является тот факт, что тональность
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текста является субъективным показателем, который зависит от читаю-
щего текст и от его контекста. В отличие от задачи распознавания име-
нованных сущностей, невозможно в общем виде дать лингвистическую
классификацию предложений по уровню тональности [36].

1.2 Метрики оценки моделей

Так как обе описанных выше задачи являются задачами класси-
фикации, то для их оценки можно использовать стандартные метрики
классификации, как precision, recall и F1.

Взвешенная точность (англ. precision) - это метрика классифика-
ции, которая измеряет среднюю точность по всем классам, при этом каж-
дый класс взвешивается по степени его встречаемости в выборке. В кон-
тексте NER взвешенная точность учитывает дисбаланс классов в наборе
данных для каждого типа именованных сущностей. Аналогично, в за-
дече определения тональности взвешенная точность учитывает распре-
деление каждой категории в имеющихся данных. Взвешенная точность
может быть опредена следующим образом:

precisionweighted =

∑N
i=1 precisioni × supporti∑N

i=1 supporti
,

где precisioni есть precision класса i, supporti есть число сущностей класса
i в датасете, N есть общее число классов.

Полностью аналогично данной формуле можно ввести понятия взве-
шенной полноты (англ. recall) и взвешенного F1:

recallweighted =
∑N

i=1 recalli × supporti∑N
i=1 supporti

,

F1weighted =
∑N

i=1 F1i × supporti∑N
i=1 supporti

,

где recalli есть recall класса i, F1i есть F1 класса i.
Взвешенные точность, полнота и F1 учитывают дисбаланс классов

и дают комплексную оценку эффективности моделей. В задаче распоз-
нования именованных сущностей важно учитывать данные метрики для
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каждого класса именованных сущностей, для учета дисбаланса классов
в обучающей и тестовой выборке. Аналогично, при анализе тонально-
сти оценка эффективности для различных категорий настроений имеет
решающее значение, поскольку распределение тональностей в генераль-
ной совокупности может быть различным. Взвешенные метрики гаран-
тируют, что оценка отражает общую эффективность модели с учетом
распределения классов в данных.

1.3 Описание используемых данных

Цюрихский корпус когнитивной обработки языка (англ. The Zurich
Cognitive Language Processing Corpus, [37]) является основным источни-
ком данных для данной работы. Это первый свободно доступный набор
данных мультимодальной регистрации с одновременной записью трекин-
га глаз и ЭЭГ при чтении предложений. Этот корпус включает записи
12 взрослых носителей языка, читающих около 1100 английских предло-
жений.

Корпус содержит как записи естественного чтения, так и записи
чтения с решением задач. В данной работе используется запись данных
естественного чтения, в которых испытуемые читали с собственной ско-
ростью и без какого-либо конкретного задания, кроме ответов на кон-
трольные вопросы, проверяющие понимание прочитанного.

Часть предложений, предназначенная для решения задачи распо-
знавания именованных сущностей, включает в себя 647 предложений
(7737 токенов) из статей Википедии [38]. Вторая часть предложений со-
держит 400 положительных, отрицательных и нейтральных предложе-
ний (8138 токенов) из корпуса Stanford Sentiment Treebank [39], для ана-
лиза эмоций и мнений во время чтения. Все 12 испытуемых читали одни
и те же предложения.

Набор мультимодальных данных состоит из следующих признаков
[35], соответствующих регистрации данных движения глаз:

• количество фиксаций (NFIX);

• количество всех фиксаций, приходящихся на слово;
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• продолжительность первой фиксации (FFD);

• продолжительность первой фиксации на текущем слове;

• общее время чтения (TRT);

• сумма всех продолжительностей фиксаций на текущем слове;

• продолжительность взгляда (GD) - сумма всех фиксаций на теку-
щем слове при чтении первого прохода до того, как взгляд переме-
стится за пределы слова;

Для повышения устойчивости признаков и уменьшения диспер-
сии данные усреднялись по всем испытуемым. Поскольку ЭОГ- и ЭЭГ-
характеристики записывались одновременно, авторы ZuCo смогли из-
влечь ЭЭГ-характеристики на уровне слов. Во время предварительной
обработки ZuCo использовали 23 электрода в наружной части окружно-
сти головы (подбородок и шея). Таким образом, каждый признак ЭЭГ,
соответствующий длительности конкретной фиксации, содержит 105 по-
казателей, полученных от электродов.

Сигнал ЭЭГ разделен на 8 частотных диапазонов, которые пред-
ставляют собой фиксированные диапазоны частот и амплитуд волн на
временной шкале. Данные о интервальном кодировании приведены в
Таб. 2.

Частотный диапазон Частотность (в Гц)
тета 1 от 4 до 6
тета 2 от 6.5 до 8
альфа 1 от 8.5 до 10
альфа 2 от 10.5 до 13
бета 1 от 13.5 до 18
бета 2 от 13.5 до 18
гамма 1 от 18.5 до 30
гамма 2 от 40 до 49.5

Таблица 2: Частотные диапазоны, используемые в интервальном коди-
ровании
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1.4 Предобработка текстовых данных

Из предложений, содержащихся в наборе данных, были удалены
специальные символы, знаки препинания. Слова были переведены в ниж-
ний регистр, дополнительно удалены распространенные стоп-слова (на-
пример, ”and”, ”the”, ”is”), которые не несут существенной смысловой на-
грузки и могут вносить шум в модель. Дополнительно проведена лем-
матизация, то есть сокращение слов до их базовой или корневой формы
для нормализации текста и уменьшения разреженности в пространстве
признаков.

После выполнения данного этапа предобработки изучаемый набор
данных будет состоять исключительно из фиксаций и саккад, относящи-
еся к процессу чтения.

1.5 Описание моделей

В данной работе исследованы два вида моделей. В качестве базо-
вой модели была выбрана модель [35], которая использует рекуррентные
нейронные сети для агрегации данных мультимодальной регистрации.
Векторные представления слов извлекаются из предобученной модели
word2vec [40].

В качестве исследуемой модели была выбрана модель, которая ис-
пользует механизм внимания для агрегации данных мультимодальной
регистрации. В качестве текстовых эмбеддингов используется выход мо-
дели энкодера BERT [41].

Для решения задачи распознавания именованных сущностей в каж-
дой модели построен классификатор с 7 классами, применяемый к каж-
дому слову в предложении. Для решения задачи анализа тональности
предложения в каждой модели построен классификатор с 3 классами,
использующий вектор последнего слова в предложении, который после
выхода из энкодера содержит информацию о предыдущих словах.

Архитектура базовой модели может быть определена следующим
образом:
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Слой эмбеддингов слов: Xw = Word2Vec(w1, w2, ..., wn)

Категорийный энкодер: Hf = LSTMCat(F1, F2, ..., Fn)

Конкатенация: X = [Xw,Hf ]

Пословный энкодер: H = LSTMWord(X)

NER слой: ŷNER = softmax(WNERH+ bNER)

Sentiment Analysis слой: ŷSA = softmax(WSAH+ bSA)

при этом:

• Xw - векторы, составленные из эмбеддингов слов модели word2vec
w1, w2, ..., wn.

• Hf - векторы, полученные от слоя категорийной агрегации, от-
ражающая контекстную информацию категориальных признаков
F1, F2, ..., Fn.

• X - конкатенация эмбеддингов слов и агрегированных категори-
альных признаков.

• H - веккторы, отражающие контекстную информацию входной по-
следовательности.

• ŷNER прогнозируемый результат для задачи распознавания имено-
ванных сущностей с использованием функции активации softmax.

• ŷSA - прогнозируемый результат для задачи Sentiment Analysis с
использованием функции активации softmax.

• WNER и WSA - матрицы для задач NER и SA, соответственно.

• bNER и bSA - векторы смещения для задач NER и SA, соответствен-
но.

У моделей, использующих рекуррентные нейронные сети, есть ряд
известных недостатков: LSTM плохо улавливают долгосрочные зависи-
мости в последовательностях, что приводит к снижению производитель-
ности по мере увеличения длины последовательности [42]; при обучении
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таких часто возникает проблема ”исчезающего” градиента [43]; LSTM
склонны к переобучению на небольших выборках [44].

В данной работе предлагается следующая модель, использующая
архитектуру трансформер в своей основе.

Слой эмбеддингов слов: Xw = BERT(w1, w2, ..., wn)

Энкодер ЭЭГ сигналов: Xe = MultiHeadAttentionEEG(e1, e2, ..., en)

Энкодер айтрекинг сигналов: Xt = MultiHeadAttentionET(t1, t2, ..., tn)

Конкатенация: X = [Xw,Xe,Xt]

Позиционное кодирование: Xpos = PositionalEncoding(X)

Слой агрегации MHSA 1: H1 = MultiHeadAttention1(Xpos)

Линейный слой 1: Z1 = FeedForward1(H1)

Слой агрегации MHSA 2: H2 = MultiHeadAttention2(Z1)

Линейный слой 2 2: Z2 = FeedForward2(H2)

NER слой: ŷNER = Softmax(WNERZ2 + bNER)

Sentiment Analysis слой: ŷSA = Softmax(WSAZ2 + bMood)

при этом:

• Xw - векторы, полученные путем энкодинга моделью BERT слов
w1, w2, ..., wn.

• Xe - векторы, полученные из эмбеддингов категорийных признаков
ЭЭГ e1, e2, ..., en.

• Xt - векторы, полученные из эмбеддингов категорийных признаков
айтрек данных t1, t2, ..., tn.

• X - векторы, полученные конкатенацией векторов Xw,Xe,Xt

• Xpos - векторы позиционного кодирования X.

• H1 и H2 - векторы, полученные после экодинга 1 и 2 MHSA слоем.

• Z1 и Z2 - векторы, полученные после 1 и 2 линейного слоя.
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• ŷNER - прогнозируемый результат для задачи NER с использовани-
ем функции активации softmax.

• ŷMood - прогнозируемый результат для задачи Sentiment Analysis с
использованием функции активации softmax.

• WNER и WSA - матрицы для задач NER и SA, соответственно.

• bNER и bSA - векторы смещения для задач NER и SA, соответствен-
но.

Схема модели представлена на Рис. 2. Эта модель использует ме-
ханизм Multi-Head Self-Attention (MHSA) в архитектуре Transformer для
улавливания глобальных зависимостей и отношений во входных данных.
Компонент MHSA реализован в соответствии с оригинальной формули-
ровкой, представленной в [45] , где несколько голов внимания одновре-
менно используют различные части входной последовательности, что по-
вышает способность модели посещать релевантную информацию в раз-
личных позициях последовательности.

Рис. 3: Схема модели для решения задачи классификации именованных
сущностей и анализа тональности.
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Векторы позиционного энкодинга Xpos в соответствии с работой
[46] вычисляются следующим образом:

Xpos(i,2j) = sin

(
i

100002j/d

)
Xpos(i,2j+1) = cos

(
i

100002j/d

)
где i, j есть координаты в матрице Xpos, d - размерность эмбеддин-

гов.
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2 Эксперименты и результаты

2.1 Метод обучения и параметры модели

Все модели были обучены на описанном в ч. 1 датасете методом 5-
fold кросс-валидации (c разделением в пропорциях - 80% обучение, 10%
валидация, 10% тест), а ранняя остановка осуществлялась после 5 эпох
ухудшения метрик на валидационной выборке.

Для инициализации весов эмбеддингов слов для бейзлайн-модели
использовались предобученные эмбеддинги из библиотеки gensim, набор
”word2vec-google-news-300”.

В качестве энкодера последовательности слов в модели использо-
валась предобученная модель BertModel из библиотеки transformers

”bert-base-uncased”. Для инициализации остальных весов модели исполь-
зовалось нормальное Ксавьер распределение [47]. Размерность обучае-
мых эмбеддингов равна d = 128.

Бейзлайн-модели обучались с помощью модифицированного мето-
да стохастического градиентного спуска Adam [48] c параметрами γ =

0.001, β1 = 0.9, β2 = 0.999, ϵ = 1e−8.
Модели на основе механизма внимания обучались с помощью мо-

дифицированного метода стохастического градиентного спуска AdamW
[48] с параметрами γ = 0.002, β1 = 0.5, β2 = 0.98, ϵ = 1e−8, λ = 0.01.

Так как в обоих случаях решалась задача классификации с диспро-
порциями распределения классов в данных, в качестве функции потерь
была выбрана взвешенная многоклассовая кросс-энтропия. Пусть N -
размер выборки, C число классов, yij - метка объекта i для класса j,
pij - предсказанная вероятность для объекта i относится к классу j, и sj

размер класса j.
Введем вес класса j wj как отношение вида

wj =
N

sj · C
,
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тогда функция потерь может быть определена как:

CE = − 1

N

N∑
i=1

C∑
j=1

wj · yij log(pij).

2.2 Эксперименты

Разработка методов и подходов, предложенных в рамках исследо-
вании магистерской диссертации, проводилась на языке Python на плат-
форме Google Colaboratory. Применялись следующие пакеты библиотек:

• pytorch - для описания модели архитектуры модели и обучения
использовался .

• pandas и numpy – при работе с данными в виде таблиц (датафрей-
мов);

• pickle – для сериализации данных обучения, валидации и тестиро-
вания модели;

• sklearn – для подсчета метрик точности моделей и k-fold кросс-
валидации;
В Таб. 3 представлены результаты проведенных в рамках данной

работы экспериментов. В данной таблице ”baseline” - базовая модель на
основе векторов word2vec без признаков мультимодальной регистрации,
”baseline + EEG + gaze” - базовая модель с признаками мультимодаль-
ной регистрации (ЭЭГ и координаты движений глаз), ”attn” - модель
на основе трансформера без признаков мультимодальной регистрации,
модель ”attn+EEG” - модель на основе трансформера с использованием
признаков ЭЭГ данных, модель ”attn+gaze” - модель на основе транс-
формера с ипользованием признаков координат движения глаз, модель
”attn+EEG+gaze” - модель на основе трансформера с использованием
признаков координат движения глаз и ЭЭГ. Используются метрики P
(precision), R (recall), F1.

Изучив полученные результаты можно прийти к следующим выво-
дам:

1. У моделей на основе архитектуры трансформер лучшая спо-
собность обучаться и извлекать дополнительную информацию из но-
вых данных. Добавление данных мультимодальной регистрации в задаче
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Модель NER Sentiment Analysis
P R F1 P R F1

baseline 0.64 0.77 0.69 0.78 0.79 0.78
baseline+EEG+gaze 0.66 0.79 0.72 0.81 0.81 0.81

attn 0.66 0.80 0.71 0.82 0.85 0.84
attn+EEG 0.67 0.81 0.72 0.83 0.85 0.84
attn+gaze 0.69 0.81 0.74 0.88 0.86 0.87

attn+EEG+gaze 0.70 0.82 0.75 0.89 0.88 0.88

Таблица 3: Сравнение результатов различных моделей в задаче распо-
знавания именованных сущностей и в задаче определения тональности.

определения тональности для модели, основанной на LSTM, позволяет
получить 3.85% прирост в точности. При этом добавление тех же дан-
ных в модель на основе архитектуры трансформер позволяет получить
прирост на 8.54%.

3. Данные мультимодальной регистрации значительно улучшают
качество работы базовой модели и модели на основе трансформеров в
задаче анализа тональности. Это может быть объяснено более простой
структурой задачи и субъективностью оценки тональности текста[49].

4. Подтверждается тот факт [35], что при усреднении по испыту-
емым признаки, построенные на ЭЭГ данных не дают существенного
улучшения в задаче анализа текстов.

5. Совместное использование ЭЭГ данных и координат движения
глаз во время чтения дает больший эффект для нейросетевых моделей
на основе трансформера. Это также может быть объяснено большей
сложностью модели и способностью к обучению на небольшом наборе
данных[45].
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3 Заключение

Электроокулография — один из ключевых инструментов в изуче-
нии человеческого сознания. Данные, полученные с помощью этой тех-
нологии, помогают найти ответы на многие вопросы о работе мозга. В
рамках исследования изучалась возможность разработки модели анали-
за текстовых данных и данных мультимодальной регистрации. Собраны
признаки, относящиеся к различным типам мультимодальной регистра-
ции - частотные интервалы электроэнцефалограммы (ЭЭГ) и признаки
координат движения глаз. На основе этих данных обучены и протести-
рованы модели на основе рекуррентных нейронных сетей и на основе
трансформера с механизмом внимания. Сделаны содержательные вы-
воды о свойствах и особенностях этих моделей, выделены ограничения
применимости данных мультимодальной регистрации в решении тексто-
вых задач.

Автор благодарит С.А.Ступникова, И.А.Шанина за ценные заме-
чания и за помощь в работе над исследованием.
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