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Аннотация

Дипломная работа посвящена задаче поиска и анализа эффективной связности

по данным функциональной магнитно-резонансной томографии действия здоро-

вых людей, а также организации и реализации потока работ виртуального экспе-

римента.

Дипломная работа выполнена на 80 страницах, состоит из введения, постанов-

ки задачи, трех глав, заключения и списка литературы, состоящего из 67 литера-

турных источников.

Первая глава – ”Обзор предметной области, методов и средств решения про-

блем” – раскрывает основную терминологию анализа данных нейровизуализации,

описывает виртуальный эксперимент и содержит исследование существующих ме-

тодов анализа связности мозга.

Вторая глава – ”Исследование и построение решения” – содержит исследова-

тельскую часть, в которой приводятся концептуальные схемы и описания предмет-

ной области, потока работ, выводы гипотез и формирование пространства моделей

на их основе.

В третьей главе – ”Описание практической части” – приводится описание про-

граммной реализации потока работ.

Актуальность работы подчеркивается:

• накоплением большого количества данных, которые требуют проведения ана-

лиза;

• важностью задачи анализа работы мозга (важнейшая задача биологии);

• многочисленными исследованиями по анализу фМРТ данных в разных мо-

дальностях, проводившимися за последнее десятилетие;

• развитием библиотек, программных средств для анализа данных нейровизу-

ализации;

• подавляющим большинством реализаций в среде Matlab, которая является

платной, не имеет гибкой интеграции с другими языками и программными

средствами, не переносима на распределенные платформы;
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Введение

Информационные технологии развиваются стремительными шагами, появля-

ются новые устройства, платформы, операционные системы, растет спектр задач,

которые необходимо решать. Развитие информационных технологий оказывает

огромное влияние на экспериментальную, теоретическую, вычислительную нау-

ку и всё, что с ней связано. Компьютерная наука исторически фокусировалась

на вычислениях: создании и выполнении математических моделей естественных

и искусственных процессов. Теперь компьютерная наука расширяется до анализа

данных и управления потребностями и возможностями. В последнее десятиле-

тие область информатики достигла большей наглядности по широкому спектру

дисциплин. Появилась x-Информатика (англ. x-Informatics), призванная не толь-

ко предоставлять общие знания информатики, но также показывать применение

методов и подходов информатики к разным дисциплинам, открывая тем самым

новые точки обзора. Вместо x можно подставить любую дисциплину – астро-,

гео-, нейро-, хим- и т.д. X-Информатика разделяет общую методологию для всех

дисциплин: она предполагает генерацию большого количества данных усовершен-

ствованными датчиками и технологиями наблюдений, быстрый поиск и получение

знаний в крупномасштабных базах данных.

Данные растут с большой скоростью, расширяясь как в количестве и разме-

ре, так и в разнообразии. Данные генерируют вездесущие датчики, сейсмогра-

фы, спутники, телескопы, ускорители и другие измерительные приборы; неко-

торые данные являются побочным результатом человеческой активности (социо-

экономические данные, данные человеческих взаимодействий); накапливаются тек-

стовые и аудио-визуальные данные, корпуса; медицинские данные, измерения фи-

зиологических функций; другие данные производятся в интересах научных ис-

следований (экспериментальные данные). Развивается ориентированный на дан-

ные подход (англ. data-centric view) к исследованию информации [2, 3], в котором

данные являются наиболее значимой частью – именно анализ, интерпретация,

моделирование и понимание множества наблюдаемых данных и является крае-

угольным камнем научных исследований. Наука становится все более зависимой

от данных, а те в свою очередь становятся основным источником новых научных

открытий. Развивается 4-ая парадигма научных исследований [2] как следствие

накопления огромных объемов разноструктурированных данных, поступающих
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из различных источников. Её главной идеей является создание инструментов для

взаимодействия данных с научной литературой, которые бы находились в свобод-

ном открытом доступе для всех исследователей. Исследования, опирающиеся на

4-ю (“data-intensive”) парадигму, носят название исследований с использованием

больших объемов данных (англ. Data intensive research).

В то же время рост данных приводит к тому, что данных становится слишком

много. Избыток данных приводит к относительной нехватке внимания к любым

отдельным данным и вызывает необходимость в отборе с помощью компьютеров.

Доступность различных данных переводит научные методы от традиционных, под

управлением гипотез, к науке, основанной на исследованиях. Исследователи уже

не спрашивают, какой эксперимент они могут придумать, чтобы проверить гипо-

тезу. Наоборот, они все чаще задаются вопросом, какие корреляции можно по-

лучить из сохранившихся данных. Говоря иначе, какие знания можно получить,

если объединить данные различных дисциплин и предметных областей? Задача

заключается в анализе многих петабайт данных в ограниченных масштабах вре-

мени. Таким образом, на смену парадигме “сначала гипотеза, потом эксперимент”

приходит парадигма “сначала эксперимент, потом гипотеза”. Часто в исследова-

ниях с использованием больших объемов данных проведение первичного экспе-

римента вызвано необходимостью анализа существующего массива данных для

последующей генерации гипотез.

Ученые могут использовать системы визуального анализа данных для изуче-

ния сценариев «что если», определения гипотез и исследования данных с исполь-

зованием множества перспектив и предположений. Они могут определить связи

между большим количеством атрибутов и количественно оценить надежность ги-

потезы. Важную роль гипотез в научных исследованиях едва ли можно переоце-

нить – наука не существует без гипотез. И в исследованиях, ориентированных на

гипотезы (англ. hypothesis-driven research), гипотезы сами являются данными и

предметом исследования, над которыми совершаются действия ([11, 12, 10, 13]).

Элементы исследования, ориентированного на гипотезы показаны на рисунке 1.

Появляется заинтересованность в обобщении гипотезо-ориентированного под-

хода:

• как концептуализировать область применения;

• как правильно закодировать гипотезу;
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• как закодировать исследовательский цикл - от разработки гипотезы через

сбор данных и эксперимент к объяснению и составлению заключения, к пе-

редаче результатов другим ученым, к сбору и обобщению ответов коллег;

• как сохранить независимость модели от источников данных.

Рис. 1: Элементы исследования, ориентированного на гипотезы

Чтобы обеспечить взаимодействие исследователей, научная деятельность пере-

носится в сеть Интернет или территориально-распределенные grid-среды, которые

в настоящее время являются основным средством автоматизации научных иссле-

дований. Это открывает чрезвычайно важную для научных исследований воз-

можность международного сотрудничества с дистанционным доступом. Появился

термин е-Наука (англ. e-science, digital or electronic facilitation of science), под ко-

торым понимается вычислительно интенсивная наука, осуществляемая в сильно

распределенных сетевых средах, или наука, которая использует огромные масси-

вы данных, которые требуют распределенных grid-вычислений. В более широком

понимании е-Наука - это применение компьютерных технологий в современных

научных исследованиях, включающих подготовку, проведение эксперимента, сбор

данных, распространение результатов, а также длительное хранение и обеспече-

ние доступности всех материалов, полученных в процессе исследования. Наука

с использованием больших объемов данных, как один из компонентов е-Науки,

должна обеспечить доступ к данным для пользователей, большую интеграцию

источников, и предоставить интерфейсы для тех, кто является специалистом в

науке, но не является экспертом в управлении данными и вычислениях [2]. Еще

одним технологическим достижением компьютерной науки стали облачные техно-

логии, позволяющие размещать, обрабатывать и анализировать большие объемы

междисциплинарных данных в удаленных крупных центрах обработки данных.
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Объединение вычислительных мощностей и хранилищ создает экономию в про-

ектировании и строительстве, приобретении оборудования, а также операциях и

обслуживании, которая недоступна при распределенности этих элементов. Разме-

щение в облаке упрощает задачу долговременного хранения данных — что крити-

чески важно для возможностей проведения продолжительных экспериментов.

Но с уничтожением барьеров к открытому и свободному доступу к данным по-

являются новые проблемы - проблемы “непонимания” этих данных, так как науки

все больше связываются с узкоспециализированными устройствами. И возмож-

ность использовать данные появляется только тогда, когда становится понятным

“смысл” данных.

Все больше проявляется потребность в семантической методологии, которая

упрощает моделирование научных знаний, проверку гипотез, семантическую ин-

теграцию данных, анализ данных для различных дисциплин для использования

неспециалистами. Стала очевидной необходимость фокусировки на формальных

аспектах языков семантического представления и на разработке семантических

приложений общего назначения. Происходит стандартизация языков, которые ис-

пользуются для создания онтологий и работы с ними. Онтология – спецификация

концепций и их взаимосвязей в формальном смысле. И чтобы е-Наука реализовала

все свои возможности, используя большие объемы данных, необходимо наличие се-

мантического представления, схем и управляемых словарей. Получение полезных

знаний из большого объема накопившихся данных требует постоянного автома-

тического применения методов, оценки свойств и параметров объектов, проверку

научных гипотез и т.д. При этом оказывается важной доступность реализаций

научных методов, применяемых в предметной области для обработки данных. И

обеспечение их повторного использования и вопроизводимости результатов экспе-

римента является следуюшей важной задачей исследователей, которые должны

снабжать процессы работ метаданными и спецификациями методов. В цели реа-

лизации методов должны изначально закладываться возможность их повторного

использования в данной и смежных областях, возможности воспроизведения ре-

зультатов при одинаковых исходных данных. Спецификации должны указывать

на то, какие входные данные необходимы для работы методов, какие алгоритмы

в них реализуются, какие результаты эти алгоритмы выдают [8, 9].

А для организации обработки данных и для систематического, повторяемо-
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го и вопроизводимого выполнения всех процедур, являющихся частью процесса

исследования, становится целесообразно разрабатывать потоки работ (или рабо-

чие процессы), которые представляют собой точное описание научной процедуры,

состоящей из множества последовательных шагов. Продуманные повторения ра-

бочих процессов автоматически дают новые результаты при доступности новых

исходных данных и новых результатов, а также новых методов. Сами рабочие про-

цессы, как важная часть науки, ориентированной на данные, могут создаваться и

динамически трансформироваться исходя из текущих потребностей. Объединение

рабочих процессов с опубликованными результатами обеспечивает прозрачность и

сравнимость исследований, что может ускорить процесс научных открытий. Рабо-

чие процессы позволяют коллективно создавать науку, ориентированную на дан-

ные, работая на различных уровнях. Они позволяют ученым взаимодействовать

посредством общих данных и сервисов, они предоставляют доступ для неспециа-

листов к сложным кодам и приложениям без их установки или управления ими.

Для использования рабочих процессов научным сообществом должна выйти на

новый уровень вся инфраструктура поддержки научных исследований. Необходи-

мо развитие и повсеместное использование сообществами общедоступных специ-

фикаций предметных областей исследований и развитие семантических подходов

решения задач с их использованием. Источники данных и реализации научных

методов должны систематизироваться и связываться со спецификациями пред-

метной области [2].

Ориентированный на данные подход к исследованию может помочь исследова-

телям узнать больше информации о наборах данных над которыми они работают:

• кто еще работает с этими данными;

• какие методы анализа применялись к данным (методы, предметные концеп-

ции);

• в каком проекте использовались данные;

• какие версии данных доступны (анализированные, интерпретированные, аг-

регированные);

• какие публикации затрагивают данные;

• какие еще наборы данных были использованы исследователями, которые ис-

пользовали эти данные;
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• какие еще наборы данных обрабатывались теми же методами и т.д.

Понимание человеческого мозга является одной из величайших задач медици-

ны, требующей анализа огромных наборов данных.

Каждую секунду в мозге человека миллиарды корковых нервных клеток пе-

редают миллиарды сообщений и выполняют чрезвычайно сложные расчеты. Как

работает мозг - как его функциональность следует за его структурой - остает-

ся загадкой. Огромное количество нервных клеток мозга соединяются синапсами,

образуя цепи невообразимой сложности. Предполагается, что специфика этих со-

единений лежит в основе нашей возможности воспринимать и классифицировать

объекты, нашего приобретенного и врожденного поведения, нашей памяти, не го-

воря уже о контроле низкоуровневых функций, таких как поддержание осанки и

дыхания. На самом высоком уровне наше самоощущение, само сознание являются

результатом деятельности нервной системы.

На макроуровне мозг человека разделяется на регионы, которые можно грубо

связать с определенными видами деятельности. Тем не менее, даже такой подход

чреват сложностью, потому что зачастую в выполнении одной задачи принимают

участие многие части мозга. Эта сложность возникает в первую очередь из-за того,

что большинство действий начинается с сигнала органов чувств (сенсорного вво-

да), после которого следует анализ, принятие решения и, наконец, само действие

или некоторая моторная активность.

На микроскопическом уровне мозг состоит из миллиардов нейронов, каждый

из которых связан с другими нейронами синаптическими связями, достигающими

количества в несколько тысяч. Несмотря на то, что о существовании синапти-

ческих цепей стало известно более века назад, до сих пор нет подробной схемы

головного мозга человека или любых других млекопитающих. Основным камнем

преткновения является огромная техническая трудность картирования мозга. Но

недавние технологические прорывы в визуализации, компьютерных науках и мо-

лекулярной биологии позволяют снова заняться этой проблемой.

Кора головного мозга человека содержит более 160 триллионов синаптических

связей, связывающих миллиарды нейронов. Каждый нейрон получает информа-

цию по синаптическим связям от сотен или даже тысяч различных нейронов, и

отправляет информацию через синапсы на аналогичное количество целевых ней-

ронов. Каждый нейрон имеет сложное геометрическое строение со множеством
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рецептивных каналов (дендритов) и одним сильно разветвленным исходящим про-

цессом – аксоном, который может простираться на достаточно большие расстоя-

ния. Огромное количество и сложные клеточные формы - не единственные ас-

пекты проблемы. Цепи, которые соединяют нервные клетки, имеют наномасштаб:

плотность синапсов в коре головного мозга составляет около 300 миллионов на

кубический миллиметр.

Метод функциональной магнитно-резонансная томографии (англ. fMRI ) поз-

волил увидеть работу мозга в макроскопическом объемном виде. Однако наилуч-

шее разрешение фМРТ составляет приблизительно 1 кубический миллиметр на

воксель - тот же кубический миллиметр, который может содержать 300 миллио-

нов синапсов. Кроме того, размер этих синапсов слишком мал для ограниченных

дифракцией разрешения стандартных технологий оптического получения изобра-

жений.

Появляются всё более амбициозные проекты, нацеленные на развитие нейрона-

ук и связанной с ними вычислительной техники, такие как Проект Человеческий

Коннектом (англ. Human Connectome Project, www.humanconnectomeproject.org/)

или Проект Человеческий мозг (англ. Human Brain Project, www.humanbrainproject.

eu/en/). Цель проекта Человеческий Коннектом - создать полное описание струк-

туры связей в нервной системе организма (коннектом); а также собрать данные,

которые будут способствовать исследованиям нарушений мозгового кровообра-

щения, таких как дислексия, аутизм, болезнь Альцгеймера и шизофрения. В ба-

зе проекта Человеческий Коннектом сейчас собраны фМРТ данные около 1200

субъектов, предобработанные фМРТ данные одного субъекта только в одной из

модальностей занимают около 4-5 Гб.

Актуальность темы диссертации также подчеркивается большим числом на-

учных работ по анализу связности регионов мозга ([1, 33, 36, 38, 42, 54] и др.),

развитием программных средств и библиотек для анализа ([59, 60, 61, 62, 63] и

др.).
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Постановка задачи

Целью магистерской диссертации является исследование и разработка методов

и средств для организации виртуальных экспериментов по анализу эффективной

связности функциональной магнитно-резонансной томографии действия здоровых

людей.

Достижение цели предполагает решение следующих задач:

1. Разработка онтологии и концептуальной схемы предметной области, которая

требуется для понимания процессов, происходящих в мозге, и последующего

моделирования этих процессов, формирования гипотез;

2. Разработка и построение виртуального эксперимента. Формализация потока

работ виртуального эксперимента. Построение априорных гипотез;

3. Обзор существующих решений по обработке и анализу данных функцио-

нальной магнитно-резонансной томографии, требующихся на разных этапах

потока работ;

4. Исследование методов анализа эффективной связности функциональной магнитно-

резонансной томографии;

5. Реализация программного модуля, обеспечивающего поиск эффективной связ-

ности, и воспроизводящего последовательность шагов потока работ;
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1 Обзор предметной области, методов и средств

решения проблем

В первой части главы рассматриваются основные понятия и концепции обла-

сти нейрофизиологии и нейровизуализации. Во второй части главы вводятся поня-

тия научной гипотезы и эксперимента. В третьей части описывается вирутальный

эксперимент, послуживший основой для диссертационного исследования. В чет-

вертой части разбираются и сравниваются наиболее популярные методы анализа

эффективной связности.

1.1 Предметная область

Мозг является сложной системой, состоящей из множества параллельно рабо-

тающих нейронных сетей. Трудности при изучение работы мозга в первую очередь

связаны с невозможностью инвазивных исследований здорового мозга и невысокой

информативностью неинвазивных методов. Также невозможно учесть большин-

ство факторов эксперимента и постоянную изменчивость мозговой активности.

Задача современной нейровизуализации и нейромоделирования состоит в понима-

нии способов и целей интеграции обособленных участков мозга, наблюдаемой в

состоянии покоя и при выполнении различных когнитивных задач.

Большинство современных исследований с использованием электро- и магнито-

энцефалографии (ЭЭГ и МЭГ), функциональной магнитно-резонансной томогра-

фии (фМРТ) и позитронно-эмиссионной томографии (ПЭТ) сконцентрировано на

различиях в активации мозговых структур при выполнении мозгом определенных

функций, т.е. на функциональной локализации.

1.1.1 Мозг и нейроны

Нейроны (нервные клетки) – основные структурные единицы нервной систе-

мы (НС), через которые передается информация от одного участка НС к другому,

происходит обмен информацией между НС и различными участками тела. Ней-

рон — электрически возбудимая клетка, которая обрабатывает, хранит и передает

информацию с помощью электрических и химических сигналов. В головном моз-

ге человека насчитывается в около 85—86 миллиардов нейронов [53]. Соединяясь,

нейроны формируют биологические нейронные сети.

Нейрон состоит из:

13



• тела;

• многочисленных коротких и древовидно разветвленных отростков дендри-

тов, которые передают возбуждение к телу нейрона и являются главным

местом образования влияющих на нейрон возбуждающих и тормозных си-

напсов;

• длинного отростка аксона, который передает нервные импульсы дальше – к

другой нервной клетке или рабочему органу (мышце, железе).

Рис. 2: Структура нейрона

Сложность и многообразие функций нервной системы определяются взаимо-

действием между нейронами. Это взаимодействие представляет собой набор раз-

личных сигналов, передаваемых между нейронами или мышцами и железами.

Сигналы испускаются и распространяются с помощью ионов. Ионы генерируют

электрический заряд (потенциал действия), который движется по телу нейрона.

Особо высокой возбудимостью обладает начальная часть аксона и расширение

в месте его выхода из тела клетки – аксонный холмик нейрона, именно здесь и

возникает нервный импульс. Взаимодействие нейронов между собой (и с эффек-

торными органами) происходит в специальных местах, называемыми синапсами.

Они служат для передачи нервного импульса между двумя клетками, причём в

ходе синаптической передачи амплитуда и частота сигнала могут регулироваться.

Одни синапсы вызывают деполяризацию нейрона и являются возбуждающими,

другие — гиперполяризацию и являются тормозными. Обычно для возбуждения

нейрона необходимо раздражение от нескольких возбуждающих синапсов. Чем

больше синапсов у нервной клетки, тем больше она воспринимает различных раз-
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дражений и тем шире сфера влияний на ее деятельность и возможность участия

в разнообразных реакциях организма. Особенно много синапсов на нейронах, вы-

полняющих наиболее сложные функции.

Структура нейрона представлена на рисунке 2.

Иерархическая организация мозга и типы информационных

потоков

Наш мозг состоит из миллиардов нейронов, которые беспрестанно передают

электрические сигналы, чтобы передавать информацию внутри мозга. Исследова-

ния нейронных популяций показали, что общая активность нейронов происходит

“вспышками”, за которыми следуют периоды, когда нейроны менее активны.

В основе координационной деятельности центральной нервной системы (ЦНС)

лежит взаимодействие процессов возбуждения (усиление активации, повышение

функций нервной ткани, англ. excitatory) и торможения (уменьшения активации,

снижение функций ткани, англ. inhibitory).

Первичное торможение в ЦНС возникает за счет тормозных нейронов. Это

особый вид вставочных нейронов (англ. interneuron), которые при передаче им-

пульса выделяют тормозной медиатор. Различают 2 вида первичного торможения:

постсинаптическое и пресинаптическое. Постсинаптическое торможение возника-

ет, если аксон тормозного нейрона образует синапс с телом нейрона и, выделяя

медиатор, вызывает гиперполяризацию клеточной мембраны, тормозя активность

клетки. Пресинаптическое торможение возникает, когда аксон тормозного нейро-

на образует синапс с аксоном возбуждающего нейрона, препятствуя проведению

импульса.

Возбуждающие нейроны составляют примерно 80 процентов от числа нейронов

неокортекса.

Связь, при которой одна нейронная популяция передает возбуждение другой

нейронной популяции, называется внешней (англ. extrinsic).

Выделяют три подтипа внешних информационных связей: прямые (англ. forward),

обратные (англ. backward), латеральные (англ. lateral). Все внешние связи явля-

ются передающими возбуждение.

Также информация (нейронная активность) может передаваться по внутрен-

ним (англ. intrinsic, self-connections) связям – между разными уровнями внутри
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одной нейронной массы (см. рисунок 3).

Различие между прямыми и обратными связями основано на понятии корти-

кальной иерархии и специфичности слоев коры [32, 47]. Поток информации от

сенсорных систем к высшим мозговым центрам в коре больших полушарий назы-

вают потоком в прямом направлении (или “снизу-вверх”, англ. “bottom-up”). Связи

между областями мозга, отвечающие за поток в прямом направлении, называют

прямыми связями. Поток от высших мозговых центров к первичным или к сен-

сорным системам (“сверху-вниз”, англ. “top-down”) называют потоком в обратном

направлении, а связи, соответственно, – обратными. Обратные связи – важная

часть функциональной мозговой архитектуры. Обратных связей в коре гораздо

больше и, в отличие от топографически организованных прямых связей, они име-

ют большое количество аксональных ветвлений и диффузную топографию, связы-

вая различные иерархические уровни. С функциональной точки зрения обратные

связи имеют большее разнообразие синаптических эффектов: прямые связи пе-

редают возбуждение через быстрые (AMPA и GABA-A) рецепторы, а обратные

задействуют также и медленные (NMDA) рецепторы, которые чувствительны к

разности потенциалов и потому обладают нелинейной динамикой (или эффек-

том модуляции) [44]. Для объяснения активности отдельных источников в DCM

для ЭЭГ/МЭГ используется модель нейронной массы [52]. Эта модель учиты-

вает динамику ансамбля взаимодействующих тормозных и возбуждающих попу-

ляций нейронов, основанную на модели Янсена и Рита [51]. Модель имитирует

активность источника, используя три популяции нейронов, каждая из которых

ассоциирована с одним из трех кортикальных слоев. Популяция возбуждающих

нейронов находится в гранулярном слое, тормозящих – в супрагранулярном слое

и популяция пирамидальных нейронов в инфра-гранулярном слое.

В вызванной активности мозга (или потенциале, связанным с событием - ПСС)

можно выделить ранние и поздние компоненты. Считается, что ранние компонен-

ты ассоциируются с экзогенными эффектами, привязанными к стимулу (процес-

сы “снизу-вверх”). Более поздние компоненты отражают когнитивные процессы и

приписываются эндогенной динамике (процессы “сверху-вниз”).

Латеральный поток связывает области мозга, которые находятся на одном

уровне иерархии, либо относятся к разным иерархиям.
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Теория предсказательного кодирования

Обратные связи играют важную роль в большинстве теоретических и компью-

терных моделей мозговых функций, таких как, например, теория предсказатель-

ного кодирования (англ. predictive coding theory). В рамках этой теории мозг делает

предсказания и затем пытается уменьшить ошибку предсказания – разницу между

сенсорным сигналом и собственным предсказанием. Этот процесс включает в себя

передачу ошибки предсказания вверх (с помощью прямых связей от сенсорных

систем к центрам обработки информации) и передачу самого предсказания вниз

(с помощью обратных связей) [17, 18].

Теория предсказательного кодирования существует наряду с теорией адапта-

ции мозга и традиционной теорией обработки сигналов в мозге [30], и является

подтвержденной многочисленными исследованиями [19].

1.1.2 Связность мозга

Нейронная активность ограничена наличием связей между нейронами, и чтобы

понять, как нейроны и нейронные сети обрабатывают информацию, необходимо

изучать связность мозга.

Одной из главных причин сложности нервной системы является её сложная

морфология, а особенно взаимосвязность обрабатывающих нейронных элементов.

Паттерны нейронной связности играют важную роль в определении функциональ-

ных свойств нейронов и нейронных систем. В более развитых нервных системах

связность мозга можно рассматривать на разных масштабных уровнях. На микро-

уровне отдельные нейроны связываются друг с другом при помощи синаптических

связей, на мезоуровне нейронные популяции объединяются в сети, а на макро-

уровне области мозга связываются нейронными проводящими путями, которые

часто представляют собой пучки аксонов и служат для соединения относительно

удаленных участков мозга или нервной системы.

Выделяется три вида связности мозга - структурная (или анатомическая связ-

ность), функциональная связность и эффективная связность (см. рисунок 4).

Структурная связность описывает анатомические связи между нейронами –

какие нейроны связаны друг с другом посредством аксонов. Структурные свя-

зи специфичны и непостоянны. Структурная связность различна не только для
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разных особей одного и того же вида, но и меняется со временем у одного ин-

дивидуума – мозг пластичен и изменчив: постоянно появляются новые связи или

удаляются старые либо ненужные аксоны. Структурная связность относительно

стабильна на коротких временных интервалах (секунды-минуты).

Согласованность работы отдельных областей оценить труднее, чем локализо-

вать активность. Один из возможных подходов — оценить функциональные связи,

то есть статистические зависимости между активностью в различных областях

мозга. Функциональная связность часто вычисляется на всех элементах системы,

независимо от того, соединены ли данные элементы напрямую структурными свя-

зями. Функциональная связность также очень зависима от времени (может изме-

няться за десятые и сотые доли секунды). Также функциональная связность явно

ничего не говорит о внутренней структуре модели или о влиянии одних областей

мозга на другие.

Лучше всего интеграция оценивается в терминах эффективных связей, кото-

рые показывают, каким образом одна нейрональная система влияет (оказывает

эффект) на другую. В некотором смысле, эффективные связи – отражение ис-

тинных нейрональных процессов, в то время как функциональные связи — лишь

статистически значимое сходство активности в различных областях мозга. Эф-

фективные связи можно охарактеризовать как причинно-следственные или кау-

зальные взаимодействия. Применительно к взаимодействиям между нейрональ-

ными популяциями, эффективные связи – это каузальное взаимодействие между

возбуждающими популяциями (являющимися причиной возбуждения или источ-

ником информации) и зависимыми от них или возбуждаемыми популяциями (их

активность – следствие активности возбуждающих популяция, приёмники инфор-

мации) [14, 46].

1.1.3 Нейровизуализация

Нейровизуализация (англ. brain imaging, neuroimaging) - общее название несколь-

ких методов, позволяющих визуализировать структуру, функции и биохимические

характеристики мозга. При этом техники нейровизуализации не требуют хирур-

гического вмешательства и прямого контакта с внутренностями тела, так как эти

технологии сделали возможным неинвазивную визуализацию структуры и функ-

циональности мозга, став мощным инструментом и для исследований и для ме-
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Рис. 3: Схематичное изображение модели нейронной массы. Слева: три источника
связаны между собой внешними связями: источник (1) с источниками (2) и (3)
прямыми, (3) с (1) – обратными и (2) с (3) – латеральными с разными параметра-
ми, u — внешнее возбуждение. Справа: схема одного источника, три кортикальных
слоя связаны внутренними связями.

Рис. 4: Виды связности мозга. Слева – матрица структурной связности областей
мозга, в центре – функциональной связности, справа – эффективной связности.
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дицинской диагностики. Всё еще являясь относительно молодой дисциплиной, об-

ласть нейровизуализации быстро разваивается наряду с развитием технологий и

вычислительных методов.

Нейровизуализация включает в себя две обширные категории:

• структурную нейровизуализацию, описывающую структуру головного мозга;

• функциональную нейровизуализацию, используемую для диагностики забо-

леваний, исследований неврологии, когнитивной психологии, измерения ас-

пектов работы мозга для понимания взаимосвязи между активностью опре-

деленных областей мозга со специфическими ментальными функциями.

Некоторые технологии визуализации головного мозга:

• компьютерная томография (использует серии рентгеновских лучей, направ-

ленных на голову с большого количества разных направлений);

• диффузная оптическая томография (использует инфракрасное излучение,

измеряет оптическую абсорбцию гемоглобина);

• оптический сигнал, модифицированный посредством события (используюет

инфракрасное излучение);

• магнитно-резонансная томография (МРТ) (использует магнитные поля и ра-

диоволны без использования ионизирующего излучения);

• функциональная магнитно-резонансная томография (фМРТ);

• магнитоэнцефалография (МЭГ) (измеряет магнитные поля, производимые

электрической активностью головного мозга);

• позитронно-эмиссионная томография (ПЭТ) (измеряет выброс радиоактивно

меченых метаболически активных химических веществ, введённых в крове-

носное русло);

• однофотонная эмиссионная компьютерная томография (ОФЭКТ) (похожа

на ПЭТ и использует гамма-излучение, излучаемое радиоизотопами).

Далее остановимся подробнее на МРТ и фМРТ технологиях, разобрав перед

этим биохимические процессы, лежащие в основе этих методов.

Биохимические процессы в основе методов МРТ и фМРТ

Магнитно-резонансная томография (МРТ) - это метод визуализации, основан-

ный на принципах ядерного магнитного резонанса (ЯМР). Метод ядерного маг-
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нитного резонанса позволяет изучать организм на основе насыщенности тканей

организма водородом и особенностей их магнитных свойств, связанных с нахож-

дением в окружении разных атомов и молекул. Протон имеет магнитный момент

(спин) и меняет свою пространственную ориентацию в мощном магнитном поле,

а также при воздействии дополнительных полей, называемых градиентными, и

внешних радиочастотных импульсов, подаваемых на специфической для протона

при данном магнитном поле резонансной частоте. На основе параметров прото-

на (спинов) и их векторных направлений, которые могут находиться только в

двух противоположных фазах, а также их привязанности к магнитному моменту

протона можно установить, в каких именно тканях находится тот или иной атом

водорода.

Функциональная магнитно-резонансная томография (фМРТ) основана на па-

рамагнитных свойствах гемоглобина и дает возможность увидеть изменения кро-

вообращения головного мозга в зависимости от его активности. Суть метода за-

ключается в том, что при работе определенных отделов мозга кровоток в них

усиливается. Изменения кровотока регистрируются, и по изображениям можно

узнать, какие участки мозга активированы (и каким образом) при исполнении

определённых заданий [48].

BOLD-контрастом (англ. Blood Oxygen Level Dependent contrast) называется

изменение концентраций кислорода в окси- и дезокси-гемоглобине. Мозговой кро-

воток и активность нейронов связаны между собой. BOLD-контраст не является

мерой нейрональной активности сам по себе. BOLD-сигнал поступает при измене-

нии магнитных свойств молекул воды, которые отражают влияние парамагнитных

молекул гемоглобина, количество которых коррелирует с потреблением кислорода

нейронами, которое, наконец, коррелирует с изменением нейрональной активно-

сти в ответ на сенсорные, моторные или когнитивные процессы. Когда область

мозга активна, приток крови к этой области также увеличивается. Изменение то-

ка крови от нейронной активности называется гемодинамическим ответом (англ.

Hemodynamic Response).

Нейроны не имеют локального запаса энергии, и они постоянно нуждаются во

внешнем притоке глюкозы и кислорода, которые нужны для активации нейронов.

Энергия из глюкозы поступает за счёт кровотока. Вместе с кровью в результа-

те расширения кровеносных сосудов также транспортируются кислородосодержа-
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щие молекулы гемоглобина. Обычно увеличение концентрации кислорода больше,

чем кислорода, израсходованного на сжигание глюкозы, и это приводит к общему

снижению гемоглобина. При этом изменяются магнитные свойства крови, препят-

ствуя её намагничиванию, что впоследствии ведет к созданию индуцированного

МРТ процесса.

Гемодинамическая реакция на запрос нейрона о необходимой энергии происхо-

дит с задержкой в 1-2 секунды и достигает пика примерно через 5 секунд, после

чего уровень гемоглобина выравнивается.

Таким образом, визуализация BOLD-контраста – это метод, используемый в

фМРТ для лучшего моделирования внутренней нейронной активности, основан-

ный на знаниях о гемодинамической реакции (см. рисунок 5).

Рис. 5: Стандартная биофизическая модель

ФМРТ и нейронные сети

Существует несколько различных способов, которыми можно выявить функци-

онально различные подразделения (узлы или участки) человеческого мозга. Один

из мощных подходов состоит в том, чтобы исследовать области мозга, активность

которых изменяется, когда людям предлагается (i) обрабатывать различную ин-

формацию (например, слова, рисунки, звуки, письма, изображения); (ii) использо-

вать различные типы мышления (например, память, принятие решений, форми-

рование языка); или (iii) реагировать по-разному на стимулы (например, нажатия
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кнопок, громкие слова).

Основанная на задачах фМРТ (англ. task-related fMRI ) помогает идентифици-

ровать и характеризовать функционально различные узлы в мозге человека. Это,

в свою очередь, помогает направлять, проверять и интерпретировать результаты

анализов связности, полученных с использованием фМРТ состояния покоя.

Поскольку активность мозга присутствует даже в отсутствие внешней задачи,

любая область мозга будет иметь спонтанные колебания в BOLD сигнале. ФМРТ

состояния покоя (англ. resting state fMRI ) аналогична обычной фМРТ, но не требу-

ет от субъектов выполнения какой-либо задачи или ответа на стимулы. Субъекты

лежат в сканере в течение нескольких минут с закрытыми глазами или смотрят на

неподвижную точку, в то время как собираются данные о мозге. Преимуществом

фМРТ состояния покоя является возможность ее проведения для всех субъектов,

включая младенцев, пациентов с неврологическими нарушениями, пациентов под

наркозом и даже животных.

ФМРТ состояния покоя позволила обнаружить не менее 20 различных ней-

росетей в мозге, называемых нейросетями состояния покоя (англ. resting state

networks) [49]. Одной из важных является сеть пассивного режима работы моз-

га (англ. default mode network). Сеть пассивного режима работы представляет

собой сеть областей мозга, которые активны, когда человек бодрствует и нахо-

дится в состоянии покоя, которая активируется, когда люди сосредотачиваются

на внутренних задачах, и отрицательно коррелирует с системами мозга, которые

фокусируются на внешних визуальных сигналах. Это одна из наиболее изученных

сетей, присутствующих в состоянии покоя и одна из наиболее легко визуализиру-

емых сетей. За последнее десятилетие использование ФМРТ состояния покоя в

исследовательской области значительно расширилось, что служит дополнением к

основанной на задачах фМРТ [14, 50].

МРТ и фМРТ изображения

С помощью визуализации методом МРТ можно изучать структуру (анатомию)

мозга, а с помощью визуализации методом фМРТ и его функциональность. Оба

типа изображений получают с одного сканера.

МР-сканеры в целом классифицируются на закрытые и открытые. Более 90

процентов сканеров в мире имеют замкнутую цилиндрическую конструкцию и ге-
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нерируют свои поля путем пропускания тока через соленоид, содержащийся при

сверхпроводящих температурах. Открытые системы содержат воздушный зазор

между двумя магнитными полюсами, они могут использовать постоянные магни-

ты или электромагниты.

Структурные изображения имеют высокое пространственное разрешение, и

обозначаются T1. Функциональные изображения имеют слабое пространственно

разрешение и большое временное разрешение, и обозначаются как Т2 или Т2* (см.

рисунок 6).

Рис. 6: Слева разрез структурного изображение мозга, справа разрезы функцио-
нального изображения

Единицей объёма получаемого 3D изображения является воксель. МРТ изоб-

ражение представляет собой 3-мерный массив вокселей. Слайсом называется 2-

мерный массив вокселей нейроизображения. В каждом элементе массива (воксе-

ле) содержится некоторое значение, отражающее силу сигнала в данном вокселе

(чем больше значение, тем светлее пиксель на изображении). К определенному

вокселю можно обратиться как к элементу массива по индексу (см. рисунок 7).

ФМРТ изображение состоит из последовательности МРТ изображений. Таким об-

разом, фМРТ изображение имеет четвертое измерение – временное –, и содержит

временные ряды для каждого вокселя (см. рисунок 8).

Координаты (индексы) вокселя ничего не говорят о том, где находится этот

воксель, и как именно сканнер собирал данные. Центр блока данных может не

являться изоцентром магнита сканера. И если есть несколько изображений, то

одни и те же координаты вокселей изображений могут принадлежать разным ча-

стям мозга. Поэтому необходимо знать, какое отношение связывает воксельные

координаты всех изображений с координатами некоторого выбранного эталонного

пространства. Чтобы выбрать эталонное пространство, необходимо определить 3

ортогональные оси сканера. Началом координат считать изоцентр магнита. Еди-
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ницы измерения – всегда миллиметры:

1. scanner-bore axis – ось z – проходит параллельно кушетке, на которой ле-

жит субъект, через изоцентр магнита. Положительное значение со стороны

наблюдающего, если он встанет за МРТ машиной (со стороны головы субъ-

екта);

2. scanner-floor/ceiling axis -– ось у – линия от пола до потолка с положитель-

ными значениями со стороны потолка, проходящая через изоцентр магнита;

3. scanner-left/right — ось х – линия, параллельная полу, проходящая через изо-

центр слева направо по отношению к наблюдающему. Положительные зна-

чения справа от наблюдающего.

Оси упорядочиваются следующим образом: (scanner left-right; scanner floor-

ceiling; scanner bore), что соответствует осям (x,y,z). И это пространство назы-

вается “scanner XYZ”. Часто субъект лежит на спине, и тогда “scanner’s left/right”

является и “subject’s left/right”. Но бывает, что субъект лежит в нестандартной

позиции. В таких случаях будет не понятно, к какой части мозга относится неко-

торый воксель (можно будет только сказать находится он слева или справа по от-

ношению к сканеру). Нам же нужно знать, где мы находимся в терминах “subject’s

left/right”.

Поэтому часто эталонные пространства выбираются “subject- or patient- centered

scanner” координатные системы. В этих системах оси соответствуют осям сканера,

но их порядок и направление зависят от положения субъекта. Наиболее часто ис-

пользуемой “subject- or patient- centered scanner” координатной системой является

RAS+, которая называется “scanner RAS+”.

Пространственные отношения в анатомической терминологии имеют следую-

щие обозначения:

• Left/right – со стороны левой руки/со стороны правой руки;

• Superior/interior – выше/ниже(над/под);

• Anterior/posterior – впереди/сзади;

“RAS+” означает, что положительные значения со стороны Right-Anterior-Superior

(оси: left to right; posterior to anterior; and inferior to superior) осей. Если субъект ле-

жит лицом вверх в мрт машине, то его “left-right” соответствует “scanner-left/right”,

“scanner-floor/ceiling” соответствует “anterior-posterior”, а “scanner-bore” - “inferior-

25



superior”.

Воксельные координаты также находятся в пространстве – воксельном (опре-

деляющимся тремя воксельными осями, чья длина определяется количеством вок-

селей по измерениям). Элемент (0,0,0) означает центр первого вокселя в массиве.

Задача в получении координат в эталонном пространстве (x,y,z) из координат

в воксельном пространстве (i,j,k):

(x, y, z) = f(i, j, k)

Отношение между (i,j,k) и (x,y,z) – линейное, и может быть выражено аффин-

ными преобразованиями (включающими в себя – повороты, масштабирование и

перенос).

Рис. 7: Слои МРТ изображения

Рис. 8: Схематическое представление
формирования временных рядов воксе-
лей фМРТ изображения

Формат нейровизуализации NIFTI

Это формат данных, который старались сделать не сильно отличающимся от

распространенного и широко используемого до него формата нейровизуализации

ANALYZE. Основная проблема ANALYZE заключается в плохой интерпретируе-

мости хранимых данных из-за отсутствия адекватной информации о положении

в пространстве. NIFTI позволяет хранить данные несколькими способами: (1) как

в ANALYZE в 2х файлах (1 файл – это заголовочный файл с расширением .hdr; 2

файл -– сами данные в формате .img); (2) либо всё в одном файле с расширением

.nii. Также NIFTI поддерживает работу со сжатыми данными (.gz)
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Первые 4 измерения из 7 предопределены для представления пространствен-

ных и временных координат (1-3 пространственные, 4 - временное, 5-7 настраива-

емые).

Структура заголовка

Размер заголовка – 348 байтов.

Некоторые поля заголовка:

• Информация о сборе данных (Dim info):

char dim_info – хранит направления частотного, фазового кодирования, на-

правление, в котором наращивался объем при получении данных;

• Измерения изображения (Image dimensions):

short dim[8] содержит информацию об измерениях изображений. dim[i] пред-

ставляет длину i-го измерения;

• Intent-поля:

short intent_code – код, показывающий статистическую природу данных,

некоторые коды требуют дополнительные параметры, которые указываются

либо в полях float intent_p* (если применимы к картинке в целом), либо фор-

мируют 5-е измерение (если эти параметры разные для каждого вокселя).

Читаемое intent-имя можно хранить в поле char intent_name[16];

• Тип данных (Data type):

int datatype показывает тип хранимых данных;

short bitpix содержит информацию о числе бит на воксель;

• Получение слайсов (Slice acquisition):

char slice_code, short slice_start, short slice_end and float slice_duration хра-

нят информацию о временном распределении fmri, и должны использоваться

вместе с char dim_info, содержащим fieldslice_dim. Поля short slice_start и

short slice_end сообщают, какой слой является первым и последним для кон-

кретного mri. Слои вне диапазона считаются добавленными в файл (а не

полученными с mri, обычно содержат 0). Поле float slice_duration показыва-

ет необходимое количество времени для получения одного слоя;

• Размерность вокселей (Voxel dimensions):

В float pixdim[8] содержится размерность каждого вокселя, по аналогии с

short dim[8]. Но значения в float pixdim[0] должны быть равны -1 или 1;
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• Смещение вокселей (Voxel offset):

Поле int vox_offset указывает на начало самих данных от начала файла (для

данных, содержащихся в 1 файле .nii), для пары файлов (.hdr/.img) поле

должно содержать 0, если больше никаких дополнительных данных, кроме

картинки, в .img не содержится;

• Масштабирование данных (Data scaling):

Значения, хранящиеся в каждом пикселе могут линейно масштабироваться

по разным единицам. (поля float scl_slope и float scl_inter);

• Диапазон отображения (Data display):

Для файлов, которые хранят скалярные данные, поля cal_min и cal_max

определяют предполагаемый диапазон отображения при открытии изобра-

жения;

• Единицы измерения (Measurement units):

И временные, и пространственные единицы измерения, используемые в dim[i]

(i=1..4) (и для pixdim[]), хранятся в поле char xyzt_units. Биты 1-3 исполь-

зуются для пространственных измерений, 4-6 – для временных, 7-8 – не ис-

пользуются;

• Информация об ориентации изображения (Orientation information)

В NIFTI возможно однозначно хранить информацию об ориентации. Стан-

дарт файла предполагает, что координаты вокселя соответствуют центру

этого вокселя. Предполагается, что системой мировых координат являет-

ся ”RAS+”. Формат представляет 3 разных метода отображения воксельных

координат (i,j,k) в мировые (x,y,z). Основной из них заключается в том, что

мировые координаты определяются путем масштабирования по размеру вок-

селя.

1.2 Научные гипотезы и эксперименты

Наука стремится дать осмысленное описание мира естественных явлений с ис-

пользованием таких понятий как закон, теория и гипотеза. По своей сути законы,

теории и гипотезы имеют тот же фундаментальный характер.

Научная гипотеза - предположение или утверждение (объясняющее некото-

рый феномен), предполагающее доказательство и удовлетворяющее критериям
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К.Поппера [4].

К. Поппер выделили 3 критерия, которым должна отвечать научная гипотеза:

1) непротиворечивость – гипотеза не должна нарушать законы формальной ло-

гики;

2) верификация - возможность экспериментальной проверки гипотезы;

3) фальсифицируемость - возможность опровержения гипотезы путем поста-

новки того или иного эксперимента.

Научная теория – принятое точное объяснение феномена, скрытого за наблю-

дениями, которое претерпело обширное тестирование.

Научный закон – утверждение, которое указывает на некоторый порядок или

закономерноть в природе; подчеркивает неизменную связь между определенным

набором условий и определенным феноменом. В точных науках законы могут быть

выражены в форме математических отношений.

Хотя теории и законы являются разными видами знаний, они, на самом деле,

представляют собой различные формы одного и того же конструкта знаний. За-

коны это обобщения - принципы или шаблоны (модели) в природе, а теории это

объяснения этих обобщений.

Разница между теориями, законами и гипотезами может быть существенна,

только если они находятся на разных уровнях их принятия, зависящего от коли-

чества эмпирических свидетельств в их пользу.

Поэтому нет никакой существенной разницы между конструкциями, которые

используются для выражения гипотез, теорий и законов.

Все исследователи собирают и интерпретируют эмпирические (опытные) дан-

ные посредством процесса, который называется индукция. Это метод научного

познания, при котором собираются и изучаются отдельные части доказательств,

пока не будет обнаружен закон или не изобретена теория (формулирование логи-

ческого умозаключения путем обобщения данных наблюдений и экспериментов).

Проблема индукции в том, что невозможно собрать все наблюдения, относящиеся

к данной ситуации во всех временах.

Дедукция является методом научного познания, который заключается в пе-

реходе от некоторых общих посылок к частным результатам-следствиям. Дедук-

ция полезна когда нужно подтвердить гипотезу. Действительный закон дает воз-

29



можность точных прогнозов фактов, даже когда они неизвестны. Гипотетико-

дедуктивный метод подтверждения гипотезы предполагает выдвижение следствий,

вытекающих из сформулированной гипотезы (предсказание новых, до тех пор

неизвестных фактов), а затем их экспериментальную проверку (получение таких

фактов на практике).

Абдукция – это процесс проверки достоверности данной гипотезы путем по-

следовательного приближения. Согласно этому принципу, объяснение является

действительным, если оно является лучшим возможным объяснением на данном

наборе известных данных. Абдуктивная проверка является обычной практикой в

формировании научных гипотез (см. рисунок 9) [7].

Научный эксперимент это последовательность шагов, выполняемая чтобы при-

нять или отвергнуть некоторую гипотезу, установить причинные связи между

феноменами. Для исследований с интенсивным использованием данных научный

эксперимент предполагает и получение новых гипотез с возможностью задания

априорных гипотез (гипотез, которые формируются перед исследованием и далее

прверяются или служат основой для планирования эксперимента). Научный экс-

перимент характеризуется возможностью исследователя самому вызывать изуча-

емое явление, изменять условия протекания изучаемого процесса, исключать по-

переменно отдельные условия в эксперименте с целью установить закономерные

связи; варьировать количественное соотношение условий и осуществлять матема-

тическую обработку данных.

Рис. 9: Схема производства знаний

Виртуальные эксперименты — это относительно новое направление в научно-

исследовательском процессе, обусловленное реализацией моделей средствами вы-

числительной техники.
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1.3 Виртуальный эксперимент о поиске эффективной связ-

ности

Основой для диссертационного исследования послужил виртуальный экспери-

мент, проводимый Х. Хиллебрандтом и описанный в статье “Эффективная связ-

ность при восприятии одушевленного движения - динамическое каузальное мо-

делирование данных с проекта Human Connectome” (Hauke Hillebrandt, Karl J.

Friston, Sarah-Jayne Blakemore “Effective connectivity during animacy perception –

dynamic causal modelling of Human Connectome Project data” [1]) (2014).

Исследование посвящено поиску эффективной связности между двумя обла-

стями мозга – V5 и pSTS – на основе фМРТ данных на задаче восприятия одушев-

ленного движения (англ. social cognition task fmri). Посик эффективной связности

проводился с помощью метода Динамического Каузального Моделирования (англ.

Dynamic Causal Modelling, DCM ).

Решение задачи было реализовано в системе Matlab с помощью инструмен-

та SPM (Статическое Параметрическое Картирование, англ. Statistical Parametric

Mapping), который был разработан К. Фристоном для анализа последователь-

ностей данных нейровизуализации [59]. Код исследования доступен по ссылке:

http://github.com/HaukeHillebrandt/SPM_connectome.

1.3.1 Актуальность задачи

Одушевленное движение обычно более сложное, нелинейное и, таким образом,

менее предсказуемое по сравнению с неодушевленным движением, так как основы-

вается на скрытых намерениях агента, производящего движение. Неодушевленное

движение, наоброт, происходит благодаря действиям относительно неизменных

сил (физических законов), и поэтому считается более пресдказуемым. Но из этих

общих случаев есть исключения: так, повторяющееся стереотипное поведение жи-

вых существ (например, ходьба) легче предсказывать и моделировать, так как

повторное воздействие на тот же раздражитель приводит к нейронной адаптации,

которая повышает предсказуемость. А броуновское движение, наоборот, предска-

зать настолько же сложно, как многие типы одушевленного движения.

Тем не менее именно умение предсказывать одушевленное движение являет-

ся ключевым для выживания. Авторы предполагали, что при восприятии неоду-
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шевленного движения несоответствие между предсказанием модели и входным

стимулом (ошибка предсказания) будет меньше, чем при восприятии одушевлен-

ного движения. И ставили целью сравнить количественые значения эффективной

связности при восприятии одушевленного и неодушевленного движения.

1.3.2 Данные и участники эксперимента

В исследовании использовался ”минимально предобработанный” релиз Q2 фМРТ-

данных в формате NIFTI 132 здоровых взрослых людей, средний возраст которых

составлял 30.5 лет, взятый с базы данных проекта Человеческий Коннектом (англ.

Human Connectome Project, [29]) , расположенной по адресу db.humanconnectome.

org. Подробнее о релизе можно прочитать в статьях Essen V. D. ([25]) и Glasser

M. F. ([26]).

Проект содержит фМРТ данные около 1200 человек, полученные на сканерах

3T MR и 7T MR, а также МЭГ данные 95 человек. В базе доступны следующие

модальности: структурные изображения, данные состояния покоя, данные при вы-

полнении заданий, диффузные данные. Более подробно про параметры экспери-

ментов и сбора данных, и виды доступных модальностей можно почитать в [64].

Также все данные для скачивания доступны с начальной предобработкой. В чем

заключается предобработка описано в [26].

1.3.3 Описание эксперимента

Участникам показывали серию коротких видеоклипов (блоков), в которых про-

стые фигуры (треугольники, квадраты, круги) либо взаимодействовали друг с

другом (одушевленное движение, см. рисунок 10), либо двигались механически

(неодушевленное движение).

Длительность каждого видеоклипа составляла 20 секунд. Всего было 2 сессии

эксперимента по 5 видеоклипов в каждой (в первой сессии – два блока с оду-

шевленным движением, три – с неодушевленным, во второй сессии – три блока с

одушевленным движением, два – с неодушевленным). За каждым блоком следовал

15-ти секундный “блок фиксации”.

После каждого видеоклипа участникам предлагалось оценить, как двигались

фигуры: происходило социальное взаимодействие, фигуры двигались случайно и
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не взаимодействовали, либо невозможно определить.

1.3.4 Исследуемые области мозга

Первым исследуемым регионом мозга была сенсорная зрительная зона V5 (или

MT, от англ. Middle Temporal), считающаяся чуствительной к движению и игра-

ющей главную роль в воcприятии любого типа визуального движения [21].

Вторым исследуемым регионом была область pSTS (от англ. posterior superior

temporal sulcus) – задняя область верхней височной борозды, – которая во многих

исследованиях (например, в [20, 22]) связывается с социальной перцепцией, анали-

зом и восприятием биологических движений и анализом намерений человеческих

субъектов.

Рис. 10: Пример взаимодействия фигур в видеоклипе

1.4 Методы анализа эффективной связности

Существует два разных подхода к поиску каузальных взаимодействий: моде-

лирование и статистические оценки асимметричных метрик связанности двух и

более процессов (временных рядов).

Метрики включают в себя в линейном случае кросс-корреляцию (англ. cross-

correlation), условную взаимную информацию (англ. conditional mutual information),

трансферную энтропию (англ. transfer entropy, TE ), моментальный перенос ин-

формации (англ. momentary information transfer) и др. Перечисленные метрики
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асимметричны при перестановке процессов местами и при обращении времени.

Для их вычисления, как правило, не требуется никакого знания о системе и со-

ставляющих ее подсистемах, а также нет необходимости в априорных гипотезах и

характере каузальных взаимодействий. Метрики теории информации могут быть

применены к данным любой природы: от анализа финансовых рынков, до геофи-

зики и нейронаук.

Отсюда вытекают основные преимущества и недостатки подобных метрик:

+ универсальность;

+ возможность первоначального анализа сложных систем, о которых ничего

не известно;

– способны показать лишь наличие или отсутствие влияния одних процессов

на другие, не подразумевая под временными рядами никакого внутреннего

процесса.

Моделирование представлено большим количеством методов, такими как при-

чинность по Грейнджеру (англ. Granger Causality, GC ), моделирование структур-

ными уравнениями (англ. Structural Equation Modelling, SEM ), динамическое моде-

лирование причинности (динамическое каузальное моделирование, англ. Dynamic

Causal Modelling, DCM ) и др.

В нейронауках наблюдаемые экспериментальные данные неинвазивных мето-

дов (электрическая активность на скальпе в ЭЭГ или изменение концентрации

дезоксигемоглобина в фМРТ) являются лишь коррелятами истинной, интересую-

щей экспериментатора активности нейронов, поэтому моделирование может быть

очень полезным для понимания скрытых состояний и процессов.

Недостатками моделирования являются:

– зависимость от априорных знаний и предположений;

– методы плохо подходят для первоначального анализа больших массивов экс-

периментальных данных, так как нуждаются в проверяемых гипотезах.

В этой главе рассматриваются три метода моделирования каузальных взаимо-

действий – SEM, GC, DCM, и один метод статистической оценки метрик связан-

ности временных рядов – TE. В работе [1] авторы для моделирования и анализа

эффективной связности мозга применяли метод динамического моделирования

причинности, поэтому этот метод разобран подробнее. К тому же именно DCM
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является наиболее часто используемым методом моделирования каузальных вза-

имодействий нейронных популяций, так как он является единственным методом,

в основе которого лежат биофизически обоснованные и проверенные эксперимен-

тально модели генерации экспериментальных данных, как в ЭЭГ, так и в фМРТ

модальностях. Остальные методы моделирования не учитывают природу экспери-

ментальных данных [27, 23].

1.4.1 Трансферная энтропия

Показателем каузального влияния X на Y является улучшение предсказания

будущих значений временного ряда Y за счет использования прошлых значений

временного ряда X. Эта каузальность предполагает перенос или поток информа-

ции от временного ряда X к ряду Y. Трансферная энтропия или энтропия переноса

информации основана на понятиях Марковской независимости ([57]) и информа-

ционной энтропии и являет собой отклонение от обобщенного условия Марковской

независимости ([56]).

Рассмотрим энтропию для двух процессов:

Пусть X, Y – три Марковских процесса, Xn и Yn – стохастические переменные,

полученные дискретизацией процессов в настоящем времени n. Пусть векторы

Xn = [Xn−1, Xn−2, ...], Yn = [Yn−1, Yn−2, ...] отражают прошлые значения процессов

X и Y, тогда условие Марковской независимости примет вид:

p(Yn|Yn, Xn) = p(Yn|Yn)

Это означает, что условное распределение динамического процесса Y не за-

висит от прошлых значений процесса X, что возможно только при отсутствии

каузальности (причинности). Таким образом, с измерением отклонения расстояни-

ем Кульбака-Лейблера между распределениями вероятностей для двух процессов

имеем:

TEX→Y |Z =
∑

p(Yn, Yn, Xn)log
p(Yn|Yn, Xn)

p(Yn|Yn)

Трансферная Энтропия является мощным средством поиска потоков информа-

ции, так как при её оценке не подразумевается модель, обуславливающая наблю-
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даемую динамику системы. В частном случае, когда данные имеют нормальное

распределение, ТЕ эквивалентно причинности по Грейнджеру (GC). Но в нейро-

физиологических экспериментах условие нормальности выполняется крайне редко

[45].

Преимуществами и недостатками TE являются:

+ с помощью оценки ТЕ можно найти нелинейные взаимодействия в системе;

+ метод хорош в тех исследованиях, где нет априорных гипотез;

+ метод способен обнаружить каузальные связи даже при большим разбросе

задержек взаимодействия между временными рядами;

– если две системы жестко связаны, каузальность не может быть найдена;

– описание всей рассматриваемой системы должно быть каузально полным.

1.4.2 Моделирование структурными уравнениями

Моделирование структурными уравнениями представляет собой всеобъемлю-

щую и мощную технику многомерного анализа, включающую большое количество

методов из различных областей статистики – факторного, регрессионого, корре-

ляционного, дискриминантного анализа и др.

Одной из основных задач, для решения которой используются структурные

уравнения, является задача причинного моделирования или анализа путей, при

проведении которого предполагается, что между переменными имеются причин-

ные взаимосвязи. Возможна проверка гипотез и подгонка параметров причинной

модели, описываемой линейными уравнениями. Причинные модели могут вклю-

чать явные или латентные переменные, или и те и другие.

Идея, лежащая в основе моделирования структурными уравнениями, заклю-

чается в том, что можно узнать, связаны ли переменные линейной звисимостью,

если изучать их дисперсии и ковариации.

Для проверки, имеет ли ковариационная матрица заданную структуру, исполь-

зуется несколько процедур [54, 55]:

1) с помощью диаграммы путей описывается некоторая модель, которая, как

предполагается, описывает зависимости между переменными;

2) определяется, какие значения дисперсий и ковариаций переменных получа-

ются в текущей модели на основании входных данных;
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3) определяется, насколько хорошо полученные дисперсии и ковариации удо-

влетворяют модели;

4) выводятся результаты статистических испытаний, оценки параметров и стан-

дартные ошибки для численных коэффициентов;

5) на основании информации решается, хорошо ли текущая модель согласуется

с данными.

Достоинствами и недостатками SEM являются:

+ причинное моделирование SEM позволяет исследовать, насколько данные

отличаются от соответствующих выводов причинной модели (а именно, от

предполагаемой ковариационной структуры);

– cтруктурные модели с линейными зависимостями являются только прибли-

жениями реальных явлений.

1.4.3 Причинность по Грейнджеру

Причинность по Грейнджеру является статистической концепцией каузально-

сти, основанной на вероятности. Согласно причинности по Грейнджеру, если сиг-

нал X является причиной по Грейнджеру (англ. “Granger-causes”, “G-causes”) сиг-

нала Y, тогда прошлые значения X должны содержать информацию, которая бы

помогла предсказать Y лучше, чем если бы предсказания делались только по ста-

рым значениям Y [36, 37, 38].

Грейнджер определили отношение каузальности следующими двумя принци-

пами:

1) причина предшествует следствию;

2) причина содержит уникальную информацию о будущих значениях ее след-

ствия.

Ссылаясь на данные принципы, Грейнджер предложил тестировать следую-

щую гипотезу для идентификаци причинного эффекта процесса X на Y:

P (Y (t+ 1) ∈ A|I(t)) 6= P (Y (t+ 1) ∈ A|I−X(t))

где А – произвольное непустое множество, I(t) и I−x(t) означают, соответствен-

но, всю доступную до момента времени t информацию и информационное множе-
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ство без информации о процессе X до момента времени t.

И если гипотеза принимается, то считается, что X является причиной по Грейн-

джеру Y.

Анализ причинности по Грейнджеру и тестирование гипотез осуществляется

путем одномерного или многомерного авторегрессионного моделирования времен-

ных рядов через серию t- и F-тестов.

Преимуществами и недостатками GC являются:

+ оригинальный метод легко реализовать;

+ метод может объяснить непрямые взаимодействия (с использованием услов-

ной причинности по Грейнджеру);

– оригинальная формулировка каузальности по Грейнджеру может дать ин-

формацию только о линейных признаках сигналов. Расширения на нелиней-

ные случае существуют, но они не применимы на практике из-за большой

сложности;

– применение каузальности по Грейнджеру предполагает, что анализируемые

сигналы имеют постоянную ковариацию;

– реализации метода полностью зависят от соответствующего выбора перемен-

ных. Причинные факторы, которые не включены в регрессионной модели,

не могут быть представлены в выходных данных.

1.4.4 Динамическое моделирование причинности

Динамическое каузальное моделирование (DCM) - это общая байесовская струк-

тура для выведения заключения о скрытых нейронных состояниях на основе изме-

рений мозговой активности. DCM обеспечивает апостериорные оценки нейробио-

логически интерпретируемых величин, таких как эффективная сила синаптиче-

ских связей между нейронными популяциями и их контекстно-зависимую модуля-

цию (т.е. как влияют факторы эксперимента на эти величины). Иными словами,

с помощью DCM можно понять, как конкретное изменение условий в процессе

эксперимента влияет на активацию кортикальных проводящих путей или на саму

область коры. Основная идея метода – использовать априорно известную био-

физическую информацию, которая позволяет делать выводы о том, как нейрон-

ные сети генерируют наблюдаемый в эксперименте сигнал, такой как, например,
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BOLD-сигнал в экспериментах фМРТ.

Динамические каузальные модели определяются пятью основными характери-

стиками [28]:

• DCM модели динамичны, описывают (линейными или нелинейными) диф-

ференциальными уравнениями (скрытую) динамику нейронных популяций;

• они являются причинными (каузальными) в терминах теории управления. В

теории управления, каузальная (причинная) система – система, для которой

выполняется принцип причинности, т.е. выход такой системы y(t0) в какой-то

момент времени t0 зависит только от значений входного сигнала x(t), в мо-

менты времени t меньше или равные t0. Т.е. DCM модели описывают: (i) как

динамика в одной нейронной популяции вызывает динамику (скорость из-

менения) в другой через синаптические связи, и (ii) как эти взаимодействия

модулируются (изменяются) под действием внешних возмущений (экспери-

ментальных манипуляций) либо под действием эндогенной активности мозга

[37];

• DCM модели стремятся к тому, чтобы быть нейрофизиологически интерпре-

тируемыми;

• они используют биофизически обноснованную и параметризованную прямую

модель для связи смоделированной нейронной динамики с особенностями

измеренных данных (например, гемодинамический временной ряд в фМРТ

или спектральные плотности данных ЭЭГ);

• DCM модели являются байесовскими во всех аспектах: каждый параметр

определяется априорным распределением, отражающим эмпирические зна-

ния о диапазоне возможных значений параметров, частными соображениями

(например, некоторые параметры не могут принимать отрицательные зна-

чения) или консервативными выкладками (например, предположение, что

априорные значения сопряженных (сцепленных) параметров равны 0).

DCM использует концепцию эффективных связей: рассматривается влияние

или эффект одной нейрональной системы на другую. Это влияние параметризова-

но в причинно-обусловленной или явной обобщенной модели, параметры которой

могут быть впоследствии оценены при помощи инверсии, иными словами, паттерн

эффективных связей является частью модели. В DCM мозг рассматривается как
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закрытая детерминированная нелинейная динамическая система, которая полу-

чает данные на входе и выдает данные на выходе [43].

По сравнению с другими техниками оценки связей, такими, как моделирование

структурными уравнениями (SEM) или авторегрессионное моделирование, в DCM

входные данные полагаются известными и детерминированными, в то время как

в вышеупомянутых техниках они полагаются стохастичными. К тому же, с по-

мощью DCM можно рассматривать нелинейные системы, что делает DCM более

реалистичным методом с биофизической точки зрения, но и более зависимым от

налагаемых биологией связей.

Моделирование В DCM разделяется на два уровня – нейронный и BOLD уров-

ни. МРТ измеряет активность исследуемых областей не напрямую (нейронный

уровень), а посредством измерения гемодинамических реакций, являющихся след-

ствием нейронной активации (BOLD уровень), и основной идеей метода DCM яв-

ляется оценка параметров нейронного уровня с использованием априорно извест-

ной биофизической информации так, чтобы модель нейронной системы наилуч-

шим образом предсказывала наблюдаемый BOLD-сигнал.

Нейронный уровень

Далее под системой подразумевается набор элементов (нейронных популяций,

областей), взаимодействующих друг с другом во времени и в пространстве.

DCM моделирует для каждой исследуемой популяции изменение абстрактного

нейронного состояния (англ. state) во времени. Важны не сами значения этих

состояний, а их динамика во времени.

dz

dt
= F (z, u, θn)

где:

z – это текущее скрытое состояние областей, u – внешние входные сигналы в

систему, θn – внутрення структура и свойства системы, dz
dt

– изменение состояния.

А F – некоторая функция, отображающая скрытое поведение системы.

Динамическую каузальную модель можно специфицировать по трем измере-

ниям:

• модель может быть билинейной либо нелинейной: нелинейность модели озна-

чает, что связь между исследуемыми областями может модулироваться (ме-
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нять силу информационного потока) под влиянием третьей области;

• нейронная популяция может характеризоваться одной или двумя переменны-

ми состояния (англ. single-state vs two-state DCM ): два состояния использу-

ются для разделения внутренних (внутри нейронной популяции) и внешних

(между нейронными популяциями) информационных потоков [35];

• модель может быть детерминированной или стохастической (учитывающей

стохастические флуктуации активности нейронов).

Уравнение состояний для билинейной модели имеет вид:

ż = (A+
m∑
j=1

ujB
j)z + Cu

В матричном виде уравнение состояний для билинейной DCM представляется

в виде:

Таким образом, в DCM нейронная динамика моделируемой системы зависит

от 4х параметров θn = {A,B,C, σ}:

A – внутренняя связность элементов системы (англ. connectivity) (влияние ней-

ронных популяций друг на друга в терминах причинности),

B – контекстуальные входы (англ. modulatory inputs) (изменения силы связно-

сти),

C – управляемые входы (англ. driven inputs) (сенсорные стимулы, источники

активации модели),

σ – задержка вызванной активности.

Система активируется только благодаря прямым входам C, т.е. предполага-

ется что в системе отсутсвует спонтанная активность областей. Поэтому метод
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DCM не применяется для анализа нейросетей в состоянии покоя (англ. resting-

state networks).

Параметры θn определяются схемой Байесовской оценки.

Рис. 11: Два уровня DCM – нейронный и BOLD уровни.

BOLD уровень

Моделируемая динамика нейронных популяций z (нейронный уровень) транс-

формируется в BOLD-сигнал y (BOLD уровень) с помощью гемодинамической

модели λ, называемой моделью ”Воздушного шара” (англ. The Baloon Model) (см.

рисунок 12). Всего 5 гемодинамических параметров θh = {κ, γ, θ, α, ρ}. Они важны

для подгонки (англ. fitting) модели, но не представляют интереса для статического

вывода. Эмпирически определяются априорным распределением.

Комбинируя нейрональные z и гемодинамические y состояния в совместный

вектор состояния x, а нейрональные и гемодинамические параметры в совместный

вектор параметров θ = {θn, θh}, получим полную прямую (порождающую) модель

(см. рисунок 11):

ẋ = F (x, u, θ)

y = λ(x)

Пространство DCM моделей

Важно отметить, что с помощью DCM можно получить два разных вывода [28].

Если интересны не конкретные параметры модели, но сама структура модели, то

требуется заключение о пространстве моделей. Например, если хочется узнать,

имеет ли конкретная нейронная система последовательную или параллельную
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Рис. 12: Гемодинамическая модель
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архитектуру, и при этом не требуется знать, касается ли контекстно-зависимая

модуляция прямых или обратных связей или является ли механизм модуляции

линейным или нелинейным.

Или наоборот, если интересны нейрофизиологические механизмы, закодиро-

ванные в конкретных параметрах данной модели, то требуется заключение о па-

раметрах модели. Например, для некоторой модели хочется знать, будет ли кон-

кретная связь оказывать с большей вероятностью возбуждающее или тормозящее

воздействие на целевую область.

Перед проведением исследования методом DCM следует уточнить тип выво-

да, требуемый для данного вопроса. Этот выбор определяет последовательности

шагов анализа данных, которые изображены на рисунке 13.

Даже если исследователь заинтересован в выводе параметров модели, первым

шагом обычно является Байесовский выбор модели (БВМ, англ. Bayesian Model

Selection, BMS ). BMS – это статистическая процедура по вычислению приближе-

ния доказательства модели (англ. model evidence) p(y|m) – вероятности данных y

при заданной модели m.

Доказательство модели (или функцию маргинального правдоподобия) можно

рассматривать как «святой грааль» сравнения моделей, которое количественно

определяет свойства хорошей модели. В BMS модели обычно сравниваются по их

байесовскому фактору, т.е. по соотношению их функций маргинального правдо-

подобия или, что эквивалентно, их разнице логарифмических доказательств.

Для вывода о пространстве модели BMS достаточно, но его можно применять

по-разному (см. рисунок 13). Можно, например, определить одну оптимальную мо-

дель, либо разбить пространство моделей и сравнивать множества или семейства

моделей, которые отличаются одним или несколькими структурными аспектами

[31].

Для вывода о параметрах модели необходимо оценить их апостериорные плот-

ности распределения. Однако, эти апостериорные оценки обусловлены выбранной

моделью. По этой причине BMS обычно является обязательным этапом, даже ес-

ли гипотеза касается значений параметров модели, а не структуры модели как

таковой.

Обычно на первом этапе специфицируются все вероятные модели, затем ис-

пользуется BMS для выбора оптимальной модели из всех альтернатив и, наконец,
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происходит оценка апостериорных и условных вероятностей параметров этой оп-

тимальной модели. Для анализа данных одного субъекта вывод о каком-либо опре-

деленном параметре (или о линейных комбинациях параметров) довольно прост:

нужно оценить апостериорную плотность интересующего параметра, и количе-

ственно оценить вероятность того, что значение параметра больше или меньше

некоторого порога. Для групповых исследований существует два варианта в за-

висимости от того, предполагается ли, что интересующие параметры имеют фик-

сированное распределение среди всех участников эксперимента (фиксированные

эффекты, англ. FFX, Fixed Effects) или сами вероятностно рапсределены в по-

пуляции (случайные эффекты, RFX, Random Effects) (используется для поиска

патологий и заболеваний среди исследуемых).

Рис. 13: Схема, суммирующая типичную последовательность анализа в DCM, в
зависимости от интересующего вопроса. Аббревиатуры: FFX – фиксированные эф-
фекты (англ. fixed effects), RFX – случайные эффекты (англ. random effects), BMS
– байесовский выбор модели (англ. Bayesian model selection), BPA – байесовское
усреднение параметров, BMA – байесовское усреднение модели (англ. Bayesian
model averaging), ANOVA – анализ дисперсии (англ. analysis of variance)

.
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Цель выбора модели состоит в том, чтобы определить оптимальную модель

из набора правдоподобных альтернатив, которая является наиболее полезной, то

есть представляет наилучший баланс между точностью и сложностью и, таким

образом, обеспечивает максимальную обобщаемость. И чтобы не потеряться в про-

странстве бесконечных возможных моделей, требуется тщательно определять раз-

мер пространства моделей.

При FFX предположении полезной метрикой является групповой Байесовский

фактор (англ. Group Bayes Factor, GBF ), который выражает функцию маргиналь-

ного правдоподобия одной модели относительно функции маргинального прав-

доподобия другой модели, рассматривая группу в целом. У GBF есть простое

определение: поскольку коэффициенты Байеса являются вероятностями, которые

независимы между субъектами, GBF является продуктом отдельных факторов

Байеса. При сравнении более двух моделей, проще для каждой модели опреде-

лить групповую логарифмическую функцию маргинального правдоподобия, что

является суммой логарифмических доказательств по всем субъектам. На практике

самым простым и информативным способом отображения группового логариф-

мического доказательства является построение гистограммы доказательств для

каждой модели после вычитания лог-доказательства для модели с наименьшими

доказательством.

Нужно помнить, что доказательство модели определено в отношении одного

конкретного набора данных. Это означает, что BMS нельзя применять к моделям,

которые относятся к разным наборам данным. И важно иметь в виду, что любой

результат, полученный BMS или любой другой процедурой выбора модели, вы-

ражает относительное утверждение о добротности модели, которое обусловлено

рассмотренным пространством моделей [41].

Для анализа групповых оценок параметров при FFX предположении обычно

используют метод усреднения байесовских параметров (англ. Bayesian parameter

averaging, BPA). Он эффективно вычисляет совместную апостериорную плотность

для всей группы, рассматривая апостериорную плотность одного субъекта как

априорную для следующего. Метод производит единственную апостериорную плот-

ность для всей группы, которая может быть использована для байесовского вы-

вода. Альтернативами BPA считаются одномерный вариант BPA и простое усред-

нение временных рядов испытуемых в качестве этапа предварительной обработки
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(что возможно только в том случае, если стимулы появляются в одно и то же

время для всех субъектов) [39, 40].

Альтернативным подходом для вывода о параметрах модели является байе-

совское усреднение модели (англ. Bayesian model averaging, BMA). Этот подход

отказывается от зависимости вывода о параметрах от выбранной модели. Вме-

сто этого он использует все рассматриваемое пространство моделей и вычисляет

средневзвешенные значения каждого параметра моделей, где взвешивание зада-

ется апостериорной вероятностью для каждой модели. Он представляет собой по-

лезную альтернативу, когда ни одна из моделей не считается явно превосходящей

все остальные. BMA также используется для сравнения оценок параметров меж-

ду группами в тех случаях, когда BMS указала групповую разницу в отношении

оптимальной модели.

Байесовский выбор модели

Сравнение моделей (гипотез) и нахождение лучшей является основным шагом

в моделировании. Метод сравнения един для разных модальностей (ЭЭГ/МЭГ,

фМРТ и другие) и является универсальным методом Байесовской инверсии, по-

этому применим к данным любой природы.

Инверсия определенной модели m означает параметрическую аппроксимацию

апостериорной вероятности p(θ|y,m). Выражение для этой вероятности можно по-

лучить по теореме Байеса:

p(θ|y,m) =
p(y|θ,m)p(θ,m)

p(y,m)

Для аппроксимации используется алгоритм ожидания-максимизации (EM, от

англ. Expectation Maximization). Цель – минимизировать свободную энергию [16]

системы F по вариационной плотности q(θ). Когда свободная энергия миними-

зирована, q(θ) = p(θ|y,m), свободная энергия F = − ln p(y|m) – отрицательный

логарифм маргинального правдоподобия. После того как достигнут минимум сво-

бодной энергии, вариационная плотность используется как аппроксимация жела-

емого уровня сходимости модели, а логарифм маргинального правдоподобия ис-

пользуется для сравнения моделей между собой. Лучшая модель, объясняющая

полученные в эксперименте данные обладает максимальным значением ln p(y|m).
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Две модели m1 и m2, можно сравнить их, вычислив Байесов фактор или, что то

же самое, разницу в их маргинальном правдоподобии.

Доказательство модели выражается:

p(y|m) =

∫
p(y|θ,m)p(θ|m)dθ

Байесов фактор для сравнения двух моделей:

Bij =
p(y|mi)

p(y|mj)

Если нужно выбрать лучшую модель на групповом уровне, предполагая, что каж-

дый набор данных независим от других (все испытуемые независимы друг от дру-

га), можно перемножить маргинальные правдоподобия от каждого набора данных

для того чтобы получить маргинальное правдоподобие i-й модели при описании n

испытуемых:

ln p(y1, ..., yn|mi) =
n∑

j=1

ln p(yj|mi)

Выводы

Анализ эффективных связей методом динамического моделирования основы-

вается как на априорных гипотезах (моделях), так и на экспериментальных дан-

ных. Таким образом, DCM – это не теоретическое моделирование нейрональных

процессов в чистом виде, а метод, включающий в себя как теоретический расчет

(предсказание модели), так и проверку на реальных данных (реализованную при

помощи байесовой инверсии). Ключевым признаком метода DCM является его

зависимость от экспериментальных данных. Его уравнения состояния учитыва-

ют влияние экспериментальных манипуляций на динамику системы: эксперимен-

тальные условия входят в модель как входные данные, которые либо управляют

локальными ответами системы, либо изменяют связи. Поэтому этот метод под-

хожит только для объяснения мозговых реакций, которые являются следствием

конкретных экспериментальных вмешательств, и не подходят для анализа фМРТ

состояния покоя.
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1.4.5 Выводы по главе

Нахождение эффективных или каузальных взаимодействий сводится к нахож-

дению параметров модели, наилучшим образом объясняющей полученные в ходе

эксперимента данные. Анализ эффективных связей в этой случае сводится к срав-

нению моделей между собой в поисках лучшей. Такими моделями могут быть, на-

пример, модель с и без определенной связи между некоторыми областями мозга.

Поиск лучшей модели являет собой суть научного процесса — построение гипотез

о том, как данные могли быть сгенерированы, и поиск среди них наилучшей. Каж-

дый метод порождает свои модели для априорных гипотез, и выбор конкретного

метода сокращает пространство моделей.

Преимущества методов моделирования в целом и DCM в частности – возмож-

ность проверки конкретных гипотез и ответы на вопросы об истинных внутри-

мозговых процессах и их параметрах, в отличие от метрик теории информации,

способных показать лишь наличие или отсутствие влияния одних процессов на

другие.
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2 Исследование и построение решения

2.1 Формализация предметной области

Формализация предметной области представляется собой верхнеуровневую спе-

цификацию эффективной связности между s единицами связности.

Описание сущностей и отношений между сущностями в терминах МРТ изоб-

ражений:

• фМРТ нейроизображение:

– представляет собой четырехмерный массив вокселей, три размерности

описывают положение вокселей в пространстве, четвертая - во времени;

• Воксель:

– имеет индекс в трехмерном пространственном массиве фМРТ нейро-

изображении;

– имеет n значений для каждого t (t = 1..n) четвертой размерности фМРТ

нейроизображении (т.е. представляет собой временной ряд);

• Единица связности (область интереса):

– набор x вокселей

Описание сущностей и отношений между сущностями в терминах эффективной

связности:

• Эффективная связность:

– описывает каузальное взаимодействие между s единицами связности;

– описывается количеством передаваемой информации по информацион-

ным потокам при наличии какого-либо стимула либо отсутствии стиму-

лов за единицу времени;

• Единица связности (область интереса):

– передает информацию (сигнал) в другую единицу связности по инфор-

мационному потоку (связи) (т.е. является причиной возбуждения дру-

гой области интереса);

– принимает информацию от другой единицы связности по информаци-

онному потоку (связи) (получает возбуждение от области интереса);

– характеризуется значением собственной активации (электрическим им-

50



пульсом);

– значение (сила) активации зависит от внешнего стимула (значение ме-

няется при изменении стимула);

– при некотором пороге значения активации передает информацию в дру-

гую область интереса;

– передает информацию внутри себя;

• Информационный поток:

– связывает две единицы связности (передает информацию из одной об-

ласти интереса во вторую область интереса);

– характеризуется силой потока (количеством передаваемой информации);

– количеством передаваемой информации различается в зависимости от

контекста (модуляция);

• Внешний информационный поток:

– является информационным потоком;

– области интереса являются разными сущностями;

• Прямой информационный поток:

– является внешним информационным потоком;

– имеет направление от иерархически низшей области интереса к высшей;

• Обратный информационный поток:

– является внешним информационным потоком;

– имеет направление от иерархически высшей области интереса к низшей;

• Внутренний информационный поток:

– является информационным потоком;

– области интереса являются однйо сущностью;

• Стимул (сенсорный вход):

– оказывает влияние на активность области интереса;

• Контекст (модуляция):

– изменение силы (количества информации) информационных потоков;

На рисунке 14 представлены данные отношения в виде отношения классов uml.
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Рис. 14: Формализация предметной области исследования
.
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2.2 Априорные гипотезы

2.2.1 Базовые гипотезы

Исследование эффективной связности на задаче восприятия одушевленного

движения опирается на 5 базовых гипотез:

H1. Область V5 – область зрительной системы, которая по предположению иг-

рает важную роль в восприятии любого типа движения;

H2. Область pSTS – область, которая по предположению больше активируется

при восприятии одушевленного движения;

H3. По теории предсказательного кодирования по прямым связям передается

ошибка предсказания, а по обратным – предсказание. Иерархически высший

регион стремится уменьшить ошибку предсказания;

H4. Одушевленное движение менее предсказуемое, чем механическое;

H5. Внутренняя структура моделей не различается среди участников экспери-

мента;

На этом этапе также необходимо сделать априорное предположение о методе,

которым будут анализироваться модели, и исходя из него сократить простран-

ство возможных моделей. Так, для анализа моделей методом динамического кау-

зального моделирования и выбора среди них лучшей, необходимо до проведения

эксперимента сформулировать гипотезы о структуре этих моделей, а именно:

• гипотезу о числе исследуемых регионов (s),

• гипотезы о наличиях каузальных связей (путей передачи информации) меж-

ду регионами,

• гипотезы о влияниях сенсорных стимулов на регионы (англ. driven inputs)

и модуляции информационных потоков – т.е. количество и вид эксперимен-

тальных регрессоров дизайн матрицы эксперимента.

• характеристики DCM (билинейная - нелинейная [34]; стохастическая - детер-

минированная; с одним или двумя переменными на состояние)

Эти гипотезы определяют наличие ненулевых значений в матрицах параметров

А, В, С и D (в случае нелинейной модели) DCM-моделей.

По количеству параметров определяется число соревнующихся моделей (гипо-
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тез), среди которых будет выбрана лучшая модель.

Таким образом, первая и вторая базовые гипотезы являются основой для спе-

цификаций DCM моделей, третья и четвертая гипотезы играют роль отправных

точек для гипотез о выраженности тех или иных информационных потоков при

разных экспериментальных манипуляциях (о количественных оценках параметров

моделей), пятая гипотеза влияет на спецификацию метода сравнения каузальных

моделей.

2.2.2 Гипотезы, выводимые из базовых

Далее формируются следующие гипотезы:

• гипотезы об оценках связей, силы модуляций, силе влияния стимулов на об-

ласти интереса (т.е. гипотезы о количественных характеристиках параметров

соревнующихся моделей, априорные распределения параметров);

• гипотезы об априорных распределениях параметров BOLD-уровня DCM мо-

делирования.

Гипотезы, выводимые из 4х базовых:

H6. V5 иерархически ниже чем pSTS;

H7. V5 и pSTS связаны (эффективно);

H8. Увеличенная активность в pSTS при восприятии одушевленного движения

связана с усилением прямых связей от V5;

H9. Увеличенная активность в pSTS при восприятии одушевленного движения

связана с усилением обратных связей от некоторого третьего региона;

H10. Входной стимул ”all motion” (любой тип движения) больше влияет на актив-

ность V5, чем pSTS (информация поступает сначала в V5);

H11. Есть разница в связности мозга (количестве информации, передаваемой меж-

ду регионами) при восприятии одушевленного и неодушевленного движения;

H12. Эффект восприятия одушевленного движения определяется модуляциями

внутренних связей (т.е. при одушевленном движении сильнее выражены внут-

ренние связи, местоположение эффекта одушевленноо движения во внутрен-

них информационных потоках);

H13. Эффект восприятия одушевленного движения определяется модуляциями

внешних прямых связей;
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H14. Эффект восприятия одушевленного движения определяется модуляциями

внешних обратных связей;

H15. Одушевленное движение вызывает передачу по прямым связям более инфор-

мативных ошибок предсказания, чем неодушевленное движение (т.е. прямые

связи сильнее при восприятии одушевленного движения);

H16. Внутренняя связность pSTS будет уменьшаться при восприятии одушевлен-

ного движения;

H17. При одушевленном движении прямые связи более выражены (нагружены),

чем обратные;

H18. Изменения (модуляции) передних связей выражены сильнее, чем изменения

обратных связей при восприятии одушевленного движения;

Гипотезы H6-H18 делают предположения о количественных характеристиках

системы, и проверяются непосредственно при тестировании соревнующихся моде-

лей и оценках параметров, либо помогают при определении ожидаемого результа-

та, они не формируют структуру моделей.

2.2.3 Алгоритм формирования пространства DCM моделей

Для определения количества соревнующихся динамических каузальных моде-

лей, необходимо знать число исследуемых регионов s и число экспериментальных

регрессоров m, которые выводятся из базовых гипотез и цели исследования.

Тогда для билинейного уравнения состояний:

1) Из числа областей выводится максимальное количество возможных каузаль-

ных (информационных) потоков между s регионами (ограничение сверху),

равное s2, причем внутренних информационных потоков может быть не боль-

ше s, а внешних не может быть больше чем s ∗ (s − 1). Информационные

потоки (связность) определяют коэффициенты матрицы А в уравнении со-

стояния динамической модели (число параметров s2).

2) Далее выбираются m1 (<=m) моделирующих регрессоров, формирующих

коэффициенты матрицы В в уравнении состояния динамической модели.

Параметров не больше, чем s2 ∗ m1 (при этом это значение не больше чем

количество ненулевых параметров матрицы A, умноженное на m1, т.е. мо-

дулироваться могут только обозначенные связи между областями интереса).
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3) Далее определяются m2 (<=m) регрессоров, вызывающих активность ис-

следуемых областей, и формирующих коэффициенты матрицы С в уравне-

нии состояния динамической модели. Параметров не больше, чем s ∗m2.

Таким образом, максимальное количество соревнующихся DCM моделей:

s2 + s2 ∗m1 + s ∗m2

.

Для данного виртуального эксперимента имеем:

1) s = 2 исследуемых региона,

2) s2 = 22 = 4 информационных между ними, из которых s = 2 внутренних и

s ∗ (s− 1) = 2 ∗ 1 = 2 внешних.

3) s2∗m1 = 4∗1 = 4 моделирующих параметра (так как целью исследования яв-

лялась локализация эффекта одушевленного движения, то единственным ре-

грессором, модулирующим информационные потоки, был выбран регрессор

”Animate-Inanimate motion” (”Одушевленное-неодушевленное движение”),

4) s ∗ m1 = 2 ∗ 1 = 2 ведущих параметра (единственным регрессором, вызы-

вающим начальную активацию областей, был выбран регрессор ”Allmotion-

baseline” (”Любое движение против отсутствия движения”) для определения,

в который регион информация поступает в первую очередь).

Итого:

1) Количество параметров модели = s2 + s2 ∗m1+ s ∗m2 = 4+ 4 ∗ 1+ 2 ∗ 1 = 10

2) Число соревнующихся моделей = 210 = 1024.

2.3 Формализация потока работ виртуального эксперимента

Рабочий процесс — это точное описание научной процедуры, и он состоит из

множества шагов для координации различных задач, которые действуют подобно

сложному сценарию. Каждая задача представляет собой выполнение процесса вы-

числения. Результаты одной задачи используются в последующих в соответствии

с предопределенной топологией графов, которая управляет потоком данных. Ра-

бочие процессы иллюстрируют первичность метода как другую важнейшую пара-
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дигму исследований, ориентированных на данные.

Рабочие процессы предоставляют:

1) систематические и автоматизированные средства анализа различных набо-

ров данных и приложений;

2) описание процесса, достаточное для того, чтобы результаты были воспроиз-

водимыми, и метод можно было просмотреть, проверить и повторить;

На рисунке 20 представлена краткая схема последовательности анализа.

1. Формирование и вывод априорных гипотез, цели и задачи иссле-

дования, предположение о методе, который будет использован для

анализа;

2. Проектирование эксперимента:

На данном этапе исследователи обдумывают и подготавливают эксперимент,

опирающийся на априорные гипотезы и цели исследования. Эксперименты

в проекте HCP спроектированы с помощью системы E-Prime [24] (http://

www.pstnet.com/eprime.cfm) (cм. рисунок 15)

Рис. 15: Эксперимент задачи ”Социального взаимодействия” в E-Prime
.

• Вход:

∗ задача исследования,

∗ априорные гипотезы

• Выход:
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∗ представления об экспериментальных условиях,

∗ представления о длительности эксперимента t,

∗ эксперимент (представление для субъектов исследования),

∗ nsessions – число сессий эксперимента для каждого участника

3. Сбор данных (получение данных с МР сканера участников экспе-

римента):

На данном этапе участники эксперимента выполняют задания, спроектиро-

ванные на предыдущем этапе, в то время как исследователи собирают ней-

роданные с МРТ сканера.

• Вход:

∗ характеристики сканера (TR (Repetition Time), TE (Echo Time),

толщина слайса, размер вокселя, угол поворота, FOV (field of view),

эхо-интервал (echo-spacing) и многие другие (см. [65])),

∗ эксперимент,

∗ участники эксперимента

• Выход:

∗ D – NIFTI данные для каждого участника (для каждой сессии экс-

перимента)

∗ k – общее число вокселей

∗ n – длина временного ряда для каждого вокселя

∗ p – число участников эксперимента

4.1 Предобработка данных:

На данном этапе данные, полученные на предыдущем этапе, подвергаются

низкоуровневой предобработке, включающей в себя коррекцию движения,

удаление пространственных артефактов и искажений, нелинейную регистра-

цию вокселей в пространстве MNI152, выделение масок и т.д. [26]

• Вход:

∗ D,

∗ настройки и параметры (см. [26])

• Выход:
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∗ D* – предобработанные данные,

∗ маски, дополнительные регрессоры и др. файлы для каждого участ-

ника

4.2 Предобработка данных (ядерное сглаживание):

Гауссовское ядерное сглаживание наиболее часто используемая в нейровизу-

ализации техника сглаживания изображений. ФМРТ данные содержат много

шума, но исследования показывают, что в основном этот шум гауссовский,

т.е. случайный, и независимый от вокеля к вокселю, и ориентированный во-

круг нуля. Таким образом, если усреднить интенсивности соседних вокселей,

то шум будет стремиться к нулю, а сигнал – к некоторому среднему значе-

нию, отличному от нуля. Таким образом, применяя пространственное сгла-

живание некоторой ядерной функцией, исследователи стремятся ”размыть”

изображение, смягчив жесткие края, снизив общую пространственную ча-

стоту, и улучшить отношение сигнал / шум (см. рисунок 16).

Y (t) =

∫
K(t, s)X(s)ds

где K – ядро интеграла, X – входной, Y – выходной сигнал.

Рис. 16: Применение гауссовской ядерной функции к сырым данным
.

• Вход:

∗ D*,

∗ гауссовское ядро 4*4*4 мм

• Выход:

∗ D** – сглаженные данные (Y-набор временных рядов для каждого
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вокселя каждого участника)

5. Создание контрастов и регрессоров, подготовка дизайн-матрицы:

Различные программы имеют разные методы настройки дизайн-матриц экс-

перимента, но все они основываются на том, что исследователь описывает

набор различных экспериментальных условий (или эффектов) и указывает

для каждого из них время начала и время окончания (либо время начала и

продолжительность). Эксперименты могут иметь разные формы, от простей-

ших блочных конструкций до сложных случайных событий со множеством

условий. Но основная гипотеза заключается в том, что некоторые воксели в

мозге имеют статистически значимую активацию при некоторой комбинации

экспериментальных условий и параметров.

Дизайн-матрицв это матрица со строкой для каждой временной точки экспе-

римента (для каждого функционального изображения) и столбца для каж-

дого смоделированного экспериментального эффекта.

Обычно исследователь модифицирует дизайн-матрицу, чтобы сделать мо-

дель более точно характеризующей активность мозга. Часто в матрицу до-

бавляется константный регрессор для учета среднего значения сессии. Ино-

гда к матрице добавляются линейные или полиномиальные дрейфы. Иногда

столбцы матрицы свертываются с некоторой функцией гемодинамического

ответа для отражения размытости в сигнале [67].

Контраст - это вектор весов для каждого экспериментального условия (каж-

дой колонки дизайн-матрицы). Например, чтобы найти области мозга более

активные при условии A, чем при условии B (при условии, например, трех

экспериментальных регрессоров), устанавливают веса [1, -1, 0].

Выделяют два типа контрастов: t- и F- контрасты. T-контрасты проверя-

ют одно линейное ограничение для модели, они могут включать в себя более

двух параметров, но проверять могут только одно утверждение. F-контрасты,

напротив, используются для проверки того, истинно ли какое-либо ограни-

чение из нескольких (аналог условия ИЛИ для нескольких t-контрастов).

• Вход:

∗ задача исследования,

∗ парадигма,
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∗ экспериментальные регрессоры,

∗ функция гемодинамического ответа,

∗ постоянный эффект сессии (constant session effects) - регрессор,

∗ регрессоры представляющие остаточные артефакты движения и их

производные,

∗ n,

∗ некоторые характеристики сканера (TR, число слайсов)

• Выход:

∗ m – общее число регрессоров

∗ X – дизайн-матрица (n ∗m ∗ nsessions)

∗ c – контрасты

6. Первый уровень анализа (отдельно по каждому субъекту из p):

Большинство стандартных способов анализа фМРТ предполагает использо-

вание общей линейной модели (англ. General Linear Model, GLM ), которая по

сути представляет собой расширение линейной множественной регрессии для

случая одной зависимой переменной. В ОЛМ исследователь задает предпола-

гаемую модель ответов мозга при изменении некоторых экспериментальных

условий, а затем проверяет истинность этой гипотезы. (Альтернативой ОЛМ

может считаться метод главных компонент (англ. PCA)). Оценка общей ли-

нейной модели является основным статистическим этапом процесса анализа

нейроданных, в котором исследуется, насколько заданная модель правильно

интерпретирует реальные данные для каждого вокселя.

Стандартное уравнение GLM: Y = bX + e, где Y - изменяющиеся во време-

ни интенсивности от одного вокселя, X - дизайн-матрица, e - вектор ошибок

(нормально распределенных N(0, σ2I)), а b – ”бета-веса” – искомый пара-

метр, вектор значений, показывающий, насколько значительным был вклад

каждого эффекта экспериментального условия в объяснение значений в дан-

ном вокселе. Уравнение решается методом наименьших квадратов (англ.

Ordinary Least Squares, OLS ): b = (XTX)−1XTY Если b-веса регрессора А

значительно выше, чем b-веса регрессора B в данном вокселе, подтверждает-

ся гипотеза о том, что А обладает большим эффектом, чем В в этом вокселе.

После получения оценок эффектов и ошибок для каждого вокселя, можно
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вычислить статистическую значимость для эффектов с использованием кон-

трастов, определенных на предыдущем шаге, и получить контрастное изоб-

ражение (англ. contrast image, beta image), содержащее информацию о вели-

чине интересующего эффекта (см. рисунок 17):

t =
cT b

Std(cT b)

.

При задании контрастов, призванных выделить наиболее активные воксели

при определенном условии, тестируют гипотезу: H0 : cb = 0, где c - веса для

b.

Рис. 17: Схема получения статистик по значимости эффектов методом ОЛМ
.

• Вход:

∗ X (n ∗m),

∗ D** (Y (k ∗ n)),

∗ предположения (assumptions) o распределении ε,

∗ c,

∗ p

• Выход:

∗ beta-веса,

∗ контрастные изображения,

∗ stats, effects – статистики для каждого из p (z-статистики и др.)

7. Второй уровень анализа (групповой):

Главный вопрос группового анализа заключается в том, повторяется ли пат-

терн активности вокселей среди участников эксперимента (см.рисунок 18).
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И главная цель состоит в том, чтобы найти групповую маску, которая бы

выделяла воксели, активность которых была статистически значима среди

всех участников для некоторого экспериментального условия.

Рис. 18: Амплитуда активности некоторого вокселя для 5 субъектов
.

На вход ОЛМ второго уровня, в отличие от ОЛМ первого уровня, в качестве

вектора Y подаются контрастные-изображения, полученные на предыдущем

шаге. Дизайн-матрица на этом уровне анализа общая (групповая).

Есть несколько вариантов статистических тестов для группового анализа в

зависимости от того, учитывается ли различие между субъектами (Random

Effects vs Fixed Effects); относятся ли все субъекты к одной группе либо их

нужно анализировать, разделив перед этим на несколько групп, например,

на мужчин и женщин (one-sample t-test, two-sample t-test); какие и какое

количество контрастов будет использоваться (t-test, F-test, ANOVA).

• Вход:

∗ X (p ∗ n ∗m),

∗ D** (Y (p ∗ k ∗ n)),

∗ предположения (assumptions) o распределении η,

∗ c,

∗ p,

∗ beta-веса, контрастные изображения,

∗ пороги (thresholds)

• Выход:

∗ beta-веса для группы,

∗ контрастные групповые изображения,

∗ gstats, effects – статистики для группы

63



8. Выбор вокселей областей интереса, показавших наибольшую акти-

вацию, извлечение временных рядов для этих областей (локализа-

ция нейронной активности):

На данном шаге воксели сопоставляются с атласом регионов мозга. Если ги-

потеза касалась определенных регионов мозга, то определяются координаты

интересующих исследователей областей. По статистическим картам преды-

дущего этапа выделяются пиковые воксели (см. рисунок 19), находящиеся

ближе всего к интересующим областям, после чего единицей связностью (об-

ластью интереса) помечаются либо пиковый воксель, либо еще несколько

окружающих его вокселей. Далее извлекаются временные ряды для этих об-

ластей интереса, и усредняются, если вокселей в единице связности несколь-

ко.

Рис. 19: Z-оценки активности вокселей, ограниченные уровнем значимости 0.05
.

• Вход:

∗ p,

∗ s – число регионов интереса,

∗ радиус сферы области интереса (VOI spheres),

∗ радиус сферы для поиска локального максимума в групповом ана-

лизе,

∗ инструмент сопоставления с анатомическими координатами (anatomy

toolbox),

∗ gstats, effects, пороги (thresholds)

• Выход:

∗ временные ряды для s областей интереса (ts for s VOIs)

9. Спецификация моделей:

Спецификация моделей зависит от выбранных априорных гипотез и метода
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анализа. Каждый метод анализа сокращает пространство моделей. Форми-

рование пространства моделей для DCM описано в части 2.2.3 и 1.4.4.

• Вход:

∗ s,

∗ m,

∗ n,

∗ парадигма (onsets для экспериментальных условий),

∗ априорные гипотезы,

∗ априорные гемодинамические параметры,

∗ априорные распределения параметров моделей,

• Выход:

∗ модели

10. Выбор лучшей модели:

Выбор модели для DCM подробно описан в части 1.4.4.

• Вход:

∗ p,

∗ временные ряды для s областей интереса (ts for s VOIs)),

∗ модели

• Выход:

∗ оптимальная модель

∗ апостериорное доказательство оптимальной модели

11. Оценка параметров лучшей модели

Методы оценки параметров DCM модели подробно описаны в части 1.4.4.

• Вход:

∗ p,

∗ временные ряды для s областей интереса (ts for s VOIs)),

∗ оптимальная модель

• Выход:

∗ апостериорные рапсределения параметров оптимальной модели
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Рис. 20: Cхема потока работ
.
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3 Описание практической части

В настоящее время анализ данных нейровизуализации в основном выпоняется

в среде Matlab с помощью инструмента SPM. Matlab является платным программ-

ным обеспечением, не отличающимся гибкостью и удобством.

Для реализации потока работ был выбран язык программирования Python,

так как в отличие от Matlab, этот язык программирования постоянно развиваю-

щается, имеет большое сообщество разработчиков, но главное, легко переносится

на распределенные платформы, имеет поддержку на Spark, Hadoop.

Для анализа данных нейровизуализации в Python есть несколько библиотек

сообщества nipy.org, которые использовались в программной части:

• nipy (https://github.com/nipy/nipy),

• nilearn (http://nilearn.github.io/index.html),

• nibabel (http://nipy.org/nibabel/)

Кроме этого использовались также следующие библиотеки:

• os, sys, re, glob,

• sklearn,

• numpy

Для анализа были выгружены предобработанные функциональные данные 15

человек по задаче Социального взаимодействия (англ. Social Task) с db.humanconnectome.

org.

Таким образом, этапы №2 (проектирование эксперимента), №3 (сбор данных),

№4.1 (предобработка данных) потока работ не требовали выполнения.

Загруженные заархивированные данные следовало распаковать, прописать пу-

ти к данным, к функциональным NIFTI файлам каждой сессии эксперимента для

каждого субъекта, обозначить директорию для результатов выполнения кода.

Структура предобработанных данных субъекта после разархивирования всех

.gz файлов выглядит следующим образом (на примере данных субъекта 100307),

где указаны только используемые в анализе файлы:

100307

MNINonLinear\Results

tfMRI_SOCIAL

tfMRI_SOCIAL_hp200_s4_level2.fsf
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tfMRI_SOCIAL_LR

EVs

mental.txt

rnd.txt

brainmask_fs.2.nii

Movement_Regressors.txt

tfMRI_SOCIAL_LR.nii

tfMRI_SOCIAL_LR_hp200_s4_level1.fsf

tfMRI_SOCIAL_RL

EVs

mental.txt

rnd.txt

brainmask_fs.2.nii

Movement_Regressors.txt

tfMRI_SOCIAL_RL.nii

tfMRI_SOCIAL_RL_hp200_s4_level1.fsf

Внутри отдельных папок для каждой сессии (RL, LR) эксперимента хранятся

функциональные данные, маски, файлы с временем появляения стимулов и их

длительностью, файлы с данными об экспериментах (дизайн-файлы).

Размерность одного изображения составляет (91, 109, 91, 274), т.е. всего 902629

вокселей с 274 значениями.

Для ядерного сглаживания (этап №4.2) использовались средства библиотеки

nilearn и sklearn.externals.joblib.Memory для кеширования вывода функции Smooth

с параметром ядра 4мм. На рисунках 21 и 22 представлены срезы функциональ-

ного изображения субъекта 129028 до и после применения функции Smooth.

Рис. 21: Срез функционального изобра-
жения субъекта 129028 в начальный мо-
мент времени до сглаживания

Рис. 22: Срез функционального изобра-
жения субъекта 129028 в начальный мо-
мент времени после сглаживания
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В папке с данными каждого субъекта каждой сессии хранится дизайн-файл, в

котором записана информация об эксперименте, количестве и названии экспери-

ментальных условий, с указанием пути к timing-файлам для каждого эксперимен-

тального условия. Timing-файлы содержат время появления стимула (англ. onset)

и его длительность (англ. duration) (текстовые файлы, находящиеся в папке EVs).

Таким образом, перед этапом №5 (Создание контрастов и регрессоров, под-

готовка дизайн-матрицы) требовалось прочитать дизайн-файлы каждой сессии

каждого субъекта, и построить для каждого субъекта и сессии парадигму, хра-

нящую общую информацию о времени появления всех стимулов (см. рисунок

23). Для каждой парадигмы создавался объект класса BlockParadigm из модуля

nipy.modalities.fmri.experimental_paradigm

Рис. 23: Пример парадигмы одной сессии эксперимента для одного субъекта
.

В исследовании использовались 2 основных экспериментальных регрессора -

”TOM” (от ”Theory of mind”, вводивший блоки с одушевленным движением) и

”RANDOM” (вводивший блоки с неодушевленным, случайным движением).

Рис. 24: Дизайн-матрица для 1 сессии
(RL) эксперимента субъекта 123117

Рис. 25: Дизайн-матрица для 2 сессии
(LR) эксперимента субъекта 123117

На основе регрессоров, закодированных в парадигме и регрессоров, получен-
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ных из файлов Movement_Regressors.txt (с данными, корректирующими движе-

ния головы субъекта во время эксперимента) для каждого субъекта каждой сессии

получалась дизайн-матрица с регрессорами, возникшими в результате свертки вы-

шеперечисленных регрессоров с канонической гемодинамической моделью (всего

получилось 17 регрессоров). Для этого использовался метод make_dmtx модуля

nipy.modalities.fmri.design_matrix. На рисунках 24 и 25 представлены получивши-

еся дизайн-матрицы для двух сессий субъекта 123117. Для анализа были созда-

ны два контраста: ”ALL_MOTION” (любое движение: ”TOM” or ”RANDOM”) и

”TOM-RANDOM” (только одушевленное движение) (см. рисунки 26 и 27).

На №6 этапе (первый уровень анализа) для каждого субъекта строилась общая

линейная модель (с использованием nipy.modalities.fmri.glm.FMRILinearModel), где

для каждого вокселя при каждом контрасте рассчитывалась z-оценка, учитываю-

щая обе сессии, и показывающая отклонение активации вокселя от среднего зна-

чения. На основании статистик для каждого вокселя строилась общая z-карта.

Z-карты для обоих контрастов для субъекта 129028 представлены на рисунках

28 и 29, а карты эффектов (effect-map,contrasts-images,beta-images) для того же

субъекта на рисунках 30 и 31.

Рис. 26: Контраст ”ALL_MOTION” Рис. 27: Контраст ”TOM-RANDOM”

На №7 этапе (групповой анализ) контрастные изображения каждого субъек-

та, полученные на предыдущем этапе, формировали групповую маску, которая

обозначала только общие воксели для каждого контраста, и далее служили вхо-

дом для новой общей линейной модели, которая производила групповые веса для

каждого вокселя, также формировались z-карты и карты эффектов (использо-

вался тот же метод, что и на предыдущем этапе). Групповые z-карты для обоих
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случаев представлены на рисунках 32 и 33.

Рис. 28: Z-карта для контраста
”ALL_MOTION” для субъекта 129028

Рис. 29: Z-карта для контраста ”TOM-
RANDOM” для субъекта 129028

Рис. 30: Карта эффекта контраста
”ALL_MOTION” для субъекта 129028

Рис. 31: Карта эффекта контраста ”TOM-
RANDOM” для субъекта 129028

Рис. 32: Z-карта для контраста
”ALL_MOTION” для группы

Рис. 33: Z-карта для контраста ”TOM-
RANDOM” для группы

На №8 этапе определялись MNI координаты в левом и правом полушариях ин-

тересующих областей – V5 и pSTS, которые использовались для поиска наиболее

значимых вокселей в радиусе 20 мм от данных координат. Воксели, находящиеся не

далее 6 мм от пикового вокселя контрастного изображения ”ALL_MOTION” счи-

тались первой областью интереса; а воксели, находящиеся не далее 6 мм от пико-

вого вокселя при объединенном контрасте ”TOM-RANDOM and ALL_MOTION”

считались второй областью интереса (см. рисунки 34, 35, 36, 37) Из каждой такой

области интереса извлекались и усреднялись временные ряды с помощью библио-

теки nilearn (см. рисунок 38).

На №9-10-11 этапе специфицировались DCM модели и оценивались их пара-

метры.

Спецификация моделей проводилась вызовом метода dcmParam:

def dcmParam( a=None , b=None , c=None ,
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n=None , # number o f r eg i ons

m=None , # number o f exper imenta l c ond i t i on s

names=l i s t ( ) , # names o f bra in reg ions

input_names=l i s t ( ) , # names o f inpu t s

driven_input_names = l i s t ( ) ,

modulatory_input_names = l i s t ( ) ,

auto = True ) :

где a, b, c – матрицы уравнения DCM. Так, для полной модели априорные

значения для матриц:

a = [[1, 1], [1, 1]],

b = ′′ALL_MOTION ′′ : [[0, 0], [0, 0]],′′ TOM −RANDOM ′′ : [[0, 1], [1, 0]]

c = [[0, 1], [0, 1]]

Рис. 34: Домен right V5 Рис. 35: Домен left V5

Рис. 36: Домен right pSTS Рис. 37: Домен left pSTS

Далее для моделей устанавливались априорные значения методом def dcm_priors(dcm).

Апостериорные оценки параметров выдает функция def dcmEstimate (dcm,

ts), принимающая в качестве аргумента объект dcm и временные ряды. Далее

используется функция def dcmEvidence (dcm, ts), которая выдает байесовское

доказательство модели.

И, наконец, def dcmCompare (dcm1, dcm2) сравнивает две модели, выдавая

байесовский фактор.

Код доступен по ссылке https://github.com/notakamilice/graduate_thesis
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Рис. 38: Усредненные временные ряды для единиц связности

Рис. 39: Области интереса

Рис. 40: Связность областей интереса
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Заключение

Целью магистерской диссертации было исследование методов и средств для ор-

ганизации виртуальных эскпериментов по анализу эффективной связности функ-

цинальной магнитно-резонансной томографии действия здоровых людей и раз-

работка программной части, воспроизводящей последовательность шагов потока

работ.

Были выполнены следующие задачи:

1. Разработана концептуальная схема предметной области (см. часть 2.1);

2. Выделены априорные гипотезы, построен вывод из них гипотез, требуемых

для определения пространства моделей (см. часть 2.2);

3. Формализован поток работ виртуального эксперимента (см. часть 2.3);

4. Проведен обзор существующих решений по последовательной обрабоке и

анализу фМРТ данных (см. часть 2.3);

5. Исследованы методы анализа эффективной связности фМРТ (см. часть 1.4);

6. Реализована практическая часть на языке Python, воспроизводящая после-

довательность шагов потока работ (см. главу 3), обеспечивающая поиск эф-

фективной связности, и показывающая, что между областями интереса V5

и pSTS существует эффективная связь;

Хорошим дальнейшим развитием темы может послужить интеграция потока

работ виртуального эксперимента на фреймворк для работы с большими данны-

ми – Spark, который мог бы оказаться полезными в области нейровизуализации

в целом и функциональной МРТ в частности, который помимо эффективности в

скорости вычислений имеет также эффективность с точки зрения времени раз-

работки, не говоря о легкой масштабируемости на большем объеме данных, что

позволило бы получить намного более точные апостериорные оценки параметров

моделей.
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